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RESUMO

A interpretabilidade de um modelo pode ser definida como o grau de compreensdo sobre o
funcionamento interno de um modelo, permitindo perceber as causas sobre o qual recai o resultado. Na
modelago estatistica, pode verificar-se um trade-off entre a interpretabilidade e a precisdo da previsao:
modelos de interpretabilidade natural revelam uma menor preciséo relativamente a modelos mais
complexos. A previsdo do Produto Interno Bruto é um aspeto fundamental para a aplicacdo de politicas
econdmicas, com particular atencdo para politicas monetarias e politicas orcamentais. Nesse sentido e
tendo em conta que os modelos de machine learning preveem melhor a volatilidade econémica, tem se
vindo a assistir a uma revolugdo do método de previsdo macroeconémico utilizado pelas principais

organizag0es politicas nacionais e internacionais.

O objetivo deste trabalho prende-se em investigar se um black-box, Extreme Gradient Boosting
(XGBoost) pode superar os métodos de interpretabilidade natural selecionados, Regressdo linear e
Arvore de decisdo na previsdo do Produto Interno Bruto (PIB) per capita para dados de painel e
identificar medidas de importancia das variaveis para melhorar a transparéncia dos modelos de machine
learning. Se as organizagdes politicas e financeiras forem capazes de prever e interpretar corretamente

os fatores, podem implementar politicas mais eficazes.

Para a analise de interpretabilidade de XGBoost, utilizam-se os seguintes métodos, Shapley Additive
ExPlanations (SHAP), Permutation Feature Importance e Partial Dependence Plot. Através destes
métodos pretendemos mostrar que os resultados obtidos por XGBoost podem ser interpretados sem um
grande esforgo computacional e garantir maior vantagem competitiva. Contudo, como sera aprofundado
durante este trabalho, verifica-se que o modelo XGBoost serd 0 modelo com melhor preciséo de previsao

para os dados de painel.

PALAVRAS-CHAVE: Produto Interno Bruto per capita; Dados de painel; Time-fixed effects; XGBoost;

Interpretabilidade de modelos.



ABSTRACT

The interpretability of a model can be defined as the degree of understanding of the inner workings
of a model, allowing one to understand the causes upon which the result is based. In statistical modelling,
there can be a trade-off between interpretability and forecast accuracy: models with natural
interpretability show lower accuracy than more complex models. Gross Domestic Product forecasting
is a fundamental aspect for the implementation of economic policies, with particular attention to
monetary policies and fiscal policies. In this sense and considering that machine learning models better
predict economic volatility, there has been a revolution in the macroeconomic forecasting method used

by the main national and international political organizations.

The objective of this work is to investigate whether a black-box, Extreme Gradient Boosting
(XGBoost) can outperform selected natural interpretability, Linear regression and Decision tree methods
in forecasting Gross Domestic Product (GDP) per capita for panel data and to identify measures of
variable importance to improve the transparency of machine learning models. If political and financial

organizations can correctly predict and interpret factors, they can implement more effective policies.

For the XGBoost interpretability analysis, the following methods are used, Shapley Additive
ExPlanations (SHAP), Permutation Feature Importance and Partial Dependence Plot. Through these
methods we intend to show that the results obtained by XGBoost can be interpreted without a large
computational effort and ensure greater competitive advantage. However, as will be deepened during
this work, it is verified that the fixed effects model will be the model with the best prediction accuracy

for panel data.

KEYWORDS: Gross Domestic Product per capita; Panel data; Time-fixed effects; XGBoost; Model

interpretability.
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1. INTRODUCAO

Os ultimos 15 anos ficaram marcados por uma profunda instabilidade econdémica, como
elevado desemprego, acentuada oscilacao das taxas de juro, baixo crescimento econémico, e ainda
por novos desafios, tal como o rapido envelhecimento populacional e as alteracBes climaticas. A
economia mundial viu-se ainda abalada por uma pandemia e, mais recentemente, com uma guerra
na Europa. E neste contexto de maior volatilidade econdmica, que modelos complexos de maior
precisdo produzem vantagens sobre os modelos tradicionais de previsdo. Neste trabalho
concentramo-nos no crescimento econémico, em média por habitante, utilizando a abordagem de

dados de painel aplicada a 51 paises entre 1995-2022.

O crescimento econémico é uma varidvel macroecondmica traduzida pelo acréscimo de
Produto Interno Bruto (PIB) de um pais para um determinado periodo. O maior desafio da
estimacdo do PIB é o nimero de variaveis a serem tidas em conta. Na literatura, tem vindo a ser

propostos varios modelos que serdo aprofundados na secdo seguinte.

No presente estudo, a variavel de previsdo € o PIB per capita (PIBpc) a pregos constantes em
dolares americanos, ajustado em paridade de poder de compra. Em termos tedricos, o PIBpc
permite quantificar a divisdo do produto interno bruto pelo nimero de habitantes do pais, em
média. O valor previsto do PIBpc seré explicado pela utilizacdo de modelos de Regresséo linear,
Arvore de decisio e XGBoost para dados de painel. A abordagem de dados de painel permite que
muitos dados transversais possam ser observados durante um periodo definido, enquanto dados

transversais inclui muitos objetos em simultaneo.

Segundo a metodologia dos modelos lineares de dados de painel, sdo propostos varios
modelos dos quais serdo aprofundados o modelo Pooled Ordinary Least Squares (POLS), o
modelo de Efeitos Fixos e 0 modelo de Efeitos Aleatdrios. A estes modelos sdo aplicados testes
econometricos para selecionar o modelo mais adequado face as observagGes. O mesmo sera
posteriormente utilizado, tal como os restantes modelos, para a comparacdo de precisdo e

aplicacdo de métodos de interpretabilidade.

A interpretabilidade, a par com a explicabilidade, € uma carateristica fundamental para a
confianca no modelo de previsdo. Isto significa que quando € possivel explicar e compreender
internamente um modelo, a previsdo obtida pelo mesmo torna-se credivel e 0 modelo utilizavel.
Nesse sentido, e face ao trade-off entre precisdo e interpretabilidade, tem vindo a ser
desenvolvidos métodos que permitem desmistificar mesmo os modelos mais complexos, em
particular modelos black-box. O principal objetivo deste estudo é exatamente explorar e aplicar

esses métodos a um contexto real.
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2. REVISAO DE LITERATURA
2.1. Modelacéo da previsdo macroeconémica

John M. Keynes, considerado o mais proeminente economista do seu tempo segundo Diebold
(1997), publicou, em 1936, o livro The General Theory of Employment, Interest and Money. A
sua obra impactou para sempre o paradigma da teoria macroeconémica, uma vez que, para além
de impulsionar o estudo desta ciéncia social e criar o conceito de modelo estrutural, também se
opds aos conceitos tradicionais da Economia Classica. Um modelo estrutural define-se pela
relacdo de interesse entre varidveis explicativas por meio de uma teoria, que incorpora
pressupostos sobre especificagbes do modelo, por exemplo o comportamento do agente
economico. Este tipo de modelo permite interpretar dados econémicos, e ainda, analisar diferentes
cenarios prevendo valores futuros para as variaveis explicativas, previsao condicional. Em suma,

previsdes condicionais exigem modelos estruturais.

O auge do modelo estrutural keynesiano ocorreu na década de 50 e 60 do século XX, devido
aos avangos na investigacdo da econometria macroeconémica estrutural, contudo nas duas
décadas seguintes a sua popularidade diminuiu. Para além dos fortes pressupostos assumidos pelo
modelo keynesiano, como procura agregada, capacidade produtiva excedentaria, rigidez nominal,
expetativas adaptativas, entre outros, Lucas (1976) critica a estimativa de pardmetros ad hoc e a
avaliagdo quantitativa com base em politicas hipotéticas. Consequentemente, sdo criadas duas
correntes: uma primeira, com o objetivo de aperfeicoar e corrigir as falhas do sistema tradicional,
por exemplo através da integracdo de expetativas racionais por Fair (1984) e por Taylor (1993);

uma outra corrente, com o objetivo de procurar alternativas por meio de modelo ndo estruturais.

O continuo progresso sobre o sistema tradicional resultou no surgimento do modelo de
Equilibrio Geral Estocastico Dindmico (DSGE), uma nova teoria macroeconémica amplamente
impulsionada por Lucas (1972) que defendia a integragdo de processos estocasticos. Este novo
modelo consiste numa adaptacdo da Teoria do Equilibrio Geral da escola keynesiana, assumindo
evolucdo temporal e principios microecondmicos, como a teoria de jogos. A vertente mais simples
¢ o0 modelo linear quadratico que assume agentes com preferéncias quadraticas, estruturas
tecnoldgicas e fungdes lineares estocasticas, por exemplo para 0 consumo e investimento. Define-
se, portanto uma nova econometria estrutural, resultante da combinagdo da teoria

macroeconémica moderna e econometria ndo estrutural de série temporal.

Recuando a década de 20 do século passado, Slutsky (1927) e Yule (1927) apresentaram um
quadro de modelacdo, ndo estrutural, e previsdo de séries cronoldgicas econémicas e financeiras
com base em processos autorregressivos. Um modelo de previséo autorregressivo (AR) representa

o valor da variavel independente, Y;,, € resultado da fungdo linear dos seus valores passados e de
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um termo estocastico. Slutsky (1927) e Yule (1927) propuseram ainda um modelo de média
movel, cujo a varidvel independente é obtida pela fungdo linear de um termo estocastico e de
choques aleatdrios sucessivos. Contudo, apenas nos anos 70 as previsdes econométricas com
base em modelos ndo estruturais cresceram visivelmente, devido ao descontentamento do modelo
estrutural, mas fundamentalmente a publicacdo de um livro de referéncia de Box e Jenkins (Box
etal., 1994). Os autores introduziram o conceito de tendéncia estocastica, mas a peca central foi
o desenvolvimento de modelos lineares de previsao de séries temporais estacionaria ndo sazonal,
modelos de média mdvel autorregressiva (ARMA), que consistem na combinacdo simples de
modelos autorregressivos e médias moveis. Desenvolveram ainda modelos multivariados, tal
como modelos autorregressivos vetoriais (VAR) (Sims,1980 e Ciccarelli et al., 2016) e modelos
autorregressivos vetoriais bayesianos (BVARs) (Carriero et al. 2015), como alternativas menos
restritivas a modelos de sistema de equacdes keynesiano, uma vez que, neste tipo de modelos

todas as varidveis sdo endogenas.

Ao longo dos anos seguintes, destacaram-se varias contribuicBes ao nivel da andlise
multivariada: Granger (1969) e Sims (1972) defendiam que a nocéo de causalidade é preditiva,
permitindo identificar e compreender ligagdes cruzadas e feedback de um vetor autorregressivo;
também Sargent e Sims (1977) e Geweke (1977) desenvolveram o modelo do fator dindmico que
considera que existem choques econdémicos idiossincraticos e choques entre sectores, uma vez
gue 0s mesmos assumem caracteristicas e fontes de variagdo comuns. Esta ideia veio facilitar a
modelacdo e previsdo de um grande conjunto de variaveis, em particular no contexto
macroeconémico. Modelos ndo estruturais permitem-nos estimar modelos complicados
dispensando a utilizagéo de pressupostos irrealistas, contudo o futuro deste tipo de modelagdo
consiste na utilizagdo combinada de modelos lineares e ndo lineares, como por exemplo o VAR.
Ao modelo VAR sdo implementadas varias extensdes multivariadas do paradigma Box-Jenkins
(Diebold,1998) permitindo aumentar a amplitude da econometria e previsdo moderna de séries

temporais.

Coulombe et al. (2020) defendem a utilizacdo de modelos ndo lineares na previsdo
macroecondmica em contexto de elevada incerteza, stress financeiro, especulacdo do mercado
imobiliario, e acrescento ainda, fendmenos naturais extremos (alteracdes climaticas), pandemias
e guerras. Portanto, num contexto de maior instabilidade e de maior disponibilidade de um grande
conjunto de dados macroeconémicos, 0 machine learning tem ganho uma crescente importancia
para quantificar importantes ndo-linearidades. A previsdo macroeconémica com métodos de
machine learning remonta ao século anterior, como por exemplo Lee et al. (1993); Kuan e White
(1994); Swanson e White (1997); Stock e Watson (1999); Trapletti et al. (2000); Medeiros et al.
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(2006). Mais recentemente a capacidade de interpretacdo dos métodos de machine lerarnig tem

vindo a ser explorada nas obras publicadas por Joseph (2019) e Zhao e Hastie (2019).
2.2. Indicadores econdmicos

No caso de estudo, a metodologia adotada é a metodologia do Index of Economic Freedom.
O indice anual de liberdade econdmica, disponibilizado pelo The Heritage Foundation (2022), é
obtido pela pontuacdo média aritmética, igualmente ponderadas, de doze indicadores, medidos
numa escala de 0 a 100, que recaem sobre quatro aspetos fundamentais: Estado de direito,
Tamanho do governo, Eficiéncia regulamentar e Abertura do mercado. Cada um destes
componentes sera aprofundado em trés indicadores que séo, em grande medida, calculados com
igual ponderacéo.

O Estado é uma estrutura politicamente organizada, de ambito politico, que se destina a
regular vinculativamente o comportamento dos cidaddos e manter a seguranca juridica. Deste
modo, o direito de propriedade, a eficiéncia juridica e a integridade do proprio governo sao
aspetos fundamentais de analise governativa. O direito de propriedade diz respeito ao direito do
proprietario legal de controlar o acesso a bens legalmente adquiridos pelos mesmos. Este
indicador quantifica a eficacia dos direitos de propriedade privada segundo os quadros legais de
cada pais, com igual foco para os seguintes subfactores: risco expropriag&o, o respeito dos direitos
de propriedade intelectual e a qualidade de execucdo de contratos e aplicacdo da lei a este nivel.
Também a existéncia de sistema judiciais eficientes e justos sdo essenciais para garantir a eficacia
judicial que por sua vez é medida pela: independéncia e qualidade do processo judicial, e ainda
dos servicBes publicos. A corrupgdo sistémica das instituicdes governamentais e praticas de
suborno, extorsdo, nepotismo, compadrio, clientelismo, desvio de fundos e enxerto, constituem
as principais motivacdes de reducdo da confianga e deterioracdo da liberdade econémica. Neste
sentido, este indicador é avaliado equitativamente pela percecdo de corrupgdo no pais, controlo

da corrupgdo e risco de suborno.

O governo é a autoridade governamental que coordena a politica geral de um pais e dirige a
Administracdo publica. A gestdo das financas publicas é, uma das funcBes do governo, e consiste
na captacdo de recursos e controlo de gastos, garantindo as necessidades coletivas. Neste
seguimento, os gastos publicos, a carga fiscal e a prépria satde fiscal sdo aspetos fundamentais a
economia de um pais. A metodologia do indice de liberdade econémica trata as despesas
governamentais de forma ndo linear, penalizando com maior énfase, paises cujo as despesas
governamentais sdo mais acentuadas, por exemplo economias que excedam 30% do PIB sdo mais

penalizadas do que economias com nivel proximo de zero. Neste sentido, paises subdesenvolvidos
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com pouca capacidade governamental e escassa disponibilizacdo de bens publicos recebem

pontuacdes altas.

A carga fiscal reflete trés subfactores quantitativos de igual ponderacdo: taxa méaxima do
imposto marginal sobre o rendimento individual, taxa maxima do imposto marginal sobre o
rendimento das empresas, e ainda, a carga fiscal total em percentagem do PIB. A salde fiscal
global de um pais depende do valor do défice orcamental e do peso da divida publica no PIB. Se
em teoria o financiamento da divida é visto como uma ferramenta de crescimento econémico, o
aumento da divida publica devido a um longo periodo de défice orcamental, constitui um motivo
de estagnagdo e recessdo economica. O célculo deste indicador tem como ponderagdo 80% do
valor de défices médios em percentagem do PIB nos trés anos anteriores e 20% do valor da divida
em percentagem do PIB.

Como ja mencionado, o Estado também tem um papel regulamentador e o peso da sua
intervencdo nos mercados é controverso. A liberdade empresarial, a liberdade laboral e a liberdade
monetéria sdo o0s indicadores considerados para a avaliacdo da eficiéncia regulamentar,
nomeadamente ao nivel dos mercados. A liberdade empresarial pode ser calculada pelo grau de
limitagdo de um pais sobre o funcionamento das empresas avaliado sobre os seguintes
subfactores: acesso a eletricidade, risco do ambiente de negdcios, qualidade regulamentar e

inclusdo econémica das mulheres.

O indicador de liberdade do mercado de trabalho considera a regulamentagdo e diversos
aspetos do quadro legal do mercado de trabalho, destacando o salario minimo, o direito de
associagéo, as férias anuais pagas, o0 prazo de pré-aviso para despedimento, a indemnizacao por
despedimento, a produtividade laboral, a taxa de participa¢do da forca de trabalho, as restrigdes
ao trabalho suplementar e o despedimento permitido por lei. Todos os subfactores foram avaliados
numa escala de 0 a 100, com excec¢éo dos fatores binarios, restricdes ao trabalho suplementar (sim

=0, ndo = 100) e despedimento por despedimento permitido por lei (sim = 100, ndo = 0).

Assumindo como premissa de um mercado livre, a ndo intervencdo do Estado na estabilidade
dos precos desse mesmo mercado, a liberdade monetéria baseia-se na taxa média ponderada da
inflacdo nos Gltimos 3 anos, através de uma fungao convexa, e num critério qualitativo acerca da

manipulacdo governamental sobre os precos, através de imposicoes diretas e/ou subsidios.

Finalmente, para a analise econémica é ainda importante avaliar a abertura da economia aos
mercados internacionais, nomeadamente o que diz respeito ao comércio, ao investimento e ao
mercado financeiro. A medicdo da liberdade comercial é composta pela taxa alfandegaria média
ponderada pelo comércio e pela avaliacdo qualitativa das barreiras ndo tarifarias (NTB), uma vez

que os dois tipos de barreiras aduaneiras tém impactos na balanca corrente dos paises. Também
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maioria das economias mundiais imp&em uma variedade de restricGes ao investimento, relativo
ao acesso do cambio estrangeiro, pagamentos, transferéncias de capital, entre outros. Dada essa
diversidade de restricdes regulamentares, o préprio indice é calculado tendo com base sete

aspetos, aos 100 pontos iniciais sdo deduzidos pontos a cada restricdo identificada no pais.

O indicador de liberdade financeira permite avaliar a eficiéncia bancéaria e o controlo
governamental no setor financeiro. Assim sendo, a pontuacdo atribuida a este indicador tem em
considerac¢do cinco critérios: extensdo da regulamentacdo governamental; grau de intervencao do
Estado no setor bancério; influéncia do governo na atribuicéo de crédito; extensdo do mercado

financeiro e de capitais; abertura & concorréncia estrangeira.

Para além dos indicadores ja referidos, a base de dados disponibilizada por The Heritage
Foundation, contempla outros indicadores econémicos e demograficos: populagdo estimada;
produto interno bruto, ajustado a paridade do poder de compra, dividido pela populagéo total; taxa
de desemprego, forca de trabalho que ndo estd empregada mas que procura ativamente trabalho;
inflacdo, variacdo percentual anual dos pregos dos bens e servigos; investimento direto
estrangeiro, fluxo total anual de capital proprio, reinvestimento de ganhos, outros capitais de curto
e longo prazo, e ainda, empréstimos internacionais de curto e longo prazo; divida publica bruta

em percentagem do PIB; taxa pautal média ponderada pelo comércio.

Em complementaridade ao ja proposto, foi introduzido um indicador sobre o comércio
internacional, o saldo da balanga corrente, que integra a balanga de bens e de servigos, através da
diferenca entre exportagdes e importacGes, a balanca de rendimentos de fatores produtivos e a
balanca de transferéncias unilaterais. Foram ainda introduzidos trés indicadores, despesa
governamental com a educacdo, gastos totais em salde e gastos governamentais com a protecao
ambiental, com o objetivo de analisar os impactos econdmicos do que considero serem trés
direitos adquiridos e aspetos fundamentais de uma economia sustentavel. A integracdo dos

indicadores no modelo é feita sobre o peso dos mesmo no PIB do ano em analise.
2.3. Abordagens a interpretabilidade

Segundo Molnar (2022), machine learning consiste num conjunto de métodos
computacionais utilizados para melhorar previsdes e analises de base de dados. Um modelo de
machine learning apresenta vantagens ao nivel da velocidade, da reprodutibilidade e da escala,
contudo este tipo de modelos exige uma volumetria de dados extensa e 0s insights do processo de

aprendizagem sdo menos percetiveis, dificultando a interpretacdo dos mesmos.

Um modelo black-box é um modelo cujos mecanismos internos nado sao revelados, e por isso,

o entendimento sobre o0 seu comportamento e previsdo é bastante mais complexo e pouco
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compreensivel para os humanos, diz-se, portanto, que ¢ um modelo ndo interpretavel. Em

oposicdo, existem modelos white-box interpretaveis.

A interpretabilidade é um conceito dificil de definir ao nivel matematico. Miller (2017) define
a interpretabilidade como o grau em que um humano pode compreender a causa de uma decisao
ou previsdo. E possivel distinguir duas abordagens de interpretabilidade: modelos especificos e
modelos agndsticos. Ao contrario dos modelos especificos, modelos agnosticos podem ser
aplicados a todos os modelos de machine learning e permitem varias formas de explicacdo e
representacdo. A interpretacdo através de modelos globais agndsticos é efetuada com base no
comportamento médio da amostra de treino (Yang et al., 2018), expressa tendo em conta 0s
valores esperados com base na distribuicdo dos dados. A interpretacdo por modelos agndsticos
locais significa que a explicacdo é centralizada numa Unica observacdo (Molnar, 2022). De

seguida, aprofundarei técnicas integradas nas abordagens mencionadas anteriormente.

O método de substituicdo Global (Craven e Shavlik, 1996) extrai conclusées do modelo
complexo através da interpretacdo de modelos simples, como Regresso linear ou Arvores de
decisdo simples. O modelo simples a interpretar corresponde aquele cujo a precisdo, medida pelo
R-quadrado, se encontra mais proximo de 1, uma vez que o comportamento do modelo
interpretavel é semelhante ao modelo black-box. Este método permite, a todas as pessoas, tirarem
conclusdes sobre 0 modelo, contudo 0 mesmo ndo tem em consideracdo os outputs do modelo

complexo.

A abordagem da medida de importancia, baseado no modelo de Arvores de decisdo, mede o
impacto na precisdo dos modelos devido a exclusdo de um determinado regressor, atribuindo
pontuagdes a todos os regressores de um determinado modelo. Quanto maior for a pontuagao,

maior é o impacto do mesmo no modelo.

A importancia do recurso de permutacéo (Fisher et al., 2018) mede o impacto na precisdo dos
modelos apds a permutacdo dos valores de um regressor. Este método permite nos compreender
0 modelo, contudo, tendo em conta que resulta da andlise de uma determinada

variavel/carateristica, ndo nos permite prever valores para a variavel dependente.

O grafico de dependéncia parcial representa o efeito marginal que um ou dois regressores tém
sobre o resultado preditivo de um modelo de machine learning (Friedman, 2001). O grafico revela
a funcéo descrita pela relacdo de uma varidvel de resposta e uma variavel explicativa, mononica

ou mais complexa.

Modelos substitutos locais sdo modelos interpretaveis que permitem explicar previsdes para

um subconjunto de dados. ExplicacBes agnosticas de modelos interpretaveis locais (LIME) é uma
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técnica proposta por Ribeiro et al. (2016), que explica valores preditivos individuais de forma
interpretavel e fidedignas. O modelo interpretavel a ser utilizado, por exemplo Lasso ou Arvore
de decisdo, deve ter uma boa aproximacdo ao modelo local de machine learning, ndo

necessariamente uma boa aproximagdo do modelo global.

Shapley Additive ExPlanations (SHAP) é método de interpretacdo global, introduzido por
Lundberg e Lee (2017), inspirado nos modelos substitutos locais LIME e Shapley values. O
método Shapley values é um outro método de interpretacdo local inspirado na teoria dos jogos
cooperativos, onde cada valor do regressor da instancia € um jogador e que a previsdo é um
pagamento. Deste modo, o output do método de SHAP é uma matriz de valores Shapley, uma
linha por instancia e uma coluna por caracteristica. A previsdo final é obtida pela soma das

contribui¢des que resultam de cada regressor.
3. METODOLOGIA

3.1. Técnicas de modelacao

3.1.1. Modelos de interpretabilidade natural

Modelos interpretaveis sdo modelos cujo processo de analise é compreensivel a humanos sem
qualquer método de interpretago adicional, tal com Regressao linear, Regresséo logistica, Arvore
de decisédo, RuleFit, Naive Bayes, algoritmo dos k- vizinhos mais proximos. Foram selecionados
os modelos de Regresséo linear para dados de painel e Arvore de deciséo.

Modelos de regressao linear

A procura por relagdes dindmicas e o controlo da hetereogeneidade da segéo transversal ndo

observada constituem duas das vantagens de dados das mesmas unidades de secdo transversal ao

longo do tempo. O modelo de regresséo linear é dado por
Yie = XgB + wye ,t =12,..T, (3.1)

com uma Unica observacdo e um B igual em cada periodo. Para especificar uma determinada i
observacao de seccdo transversal utiliza-se y;; € as variaveis explicativas x;; que podem variar
no tempo ou serem contantes, tal como as variaveis dummy. Regra geral, com N grande e T
pequeno, as intercecOes devem ser separadas para cada periodo, gerando efeitos de tempo
agregados que tem a mesma influéncia no y;; para todos os i. Tal que B seja consistente para um

modelo POLS, assumem-se, de forma suficiente, 0s seguintes pressupostos
E(xlt,ult) = 0 ) t = 1121 "'T ) (3.2)

rank[Y1_, E(x,'x.)] = K, para um determinado i. (3.3)
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O segundo pressuposto exclui as dependéncias lineares perfeitas entre variaveis explicativas.
De modo a garantir homocedasticidade e nenhuma correlacdo em série, definiu-se o terceiro

pressuposto
E(utZXtIXt) = O-ZE(Xt,Xt) ) t = 1,2, ...,T, (34&)
E(usugxy'xs) =0, t #s,t,s=1,.2,..,T, (3.4.b)

onde 62 = E(u,?) paratodo o t. A parte (a) constitui um pressuposto bastante forte, tal que
E(u?|x;) = E(u,?) = o paratodo o t, isto significa que a variancia condicional ndo depende
de x; e que a variancia incondicional é a mesma para cada periodo. A parte (b) restringe as
covariancias condicionais dos erros a zero, ao longo de dois periodos de tempo diferentes ¢, s,
pelo que implica os pressupostos suficientes E(u;us) = 0 e E(usug|xs, xg) = 0,t #5,t,5 =
1,2,..,T, e ainda, mais do que uma certa forma de matriz de variancia condicional de u =
(uy, ..., ur)’. Outro pressuposto consiste em E(u;u;") = o2l que significa que as variagdes
incondicionais sdo constantes e as covariancias incondicionais sdo zero. Verificando-se 0s
pressupostos 1 e 2, pela Propriedade de grandes amostragens de POLS, o estimador OLS

agrupado diz-se consistente e assimptoticamente normal.

Uma vez que o pressuposto de ndo correlagdo entre erro e variaveis explicativas do mesmo
periodo é demasiado forte, tal como é referido por Wooldridge (2002), foram desenvolvidos
modelos que incluem efeitos ndo observados constantes no tempo. O modelo bésico de efeitos

ndo observados, para uma observacgao de corte transversal i é dado por
Yie = X+ citu ,t=12,..T, (3.5

onde x;; é (1 X K) que pode conter variaveis explicativas observaveis que mudam em t, variaveis
explicativas que mudam entre i e variaveis que mudam entre i e t. O efeito individual ndo
observado representado por c¢; pode ser ainda designado por variavel latente ou heterogeneidade
individual ndo observada. O termo wu;; representa os erros idiossincraticos ou distarbios
idiossincraticos porque variam em t e i. Por uma questdo de simplificacdo, a equacdo pode ser

escrita da seguinte forma
Yie = XgB+ vie ,t=12,..T, (3.6)

ondev;; = ¢; +u; ,t =1,2,...T, designa-se por erros compostos. Para cada t, v;; é a soma do
efeito individual ndo observado e o erro idiossincratico. Pelo mesmo raciocinio do modelo linear
simples, o estimador POLS diz-se consistente se E(x;;'v;;) =0, t = 1,2,...T. Assume-se 0S

seguintes pressupostos para ndo correlacdo entre x;; € v;;

E(Xl-t'ul-t) =0e E(xitlci) =0 , t= 1,2, T, (37)
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Se E(yi |xic;) =0 for bem definido entdo E(x;'u;) = 0. Modelos com varidveis
dependentes desfasadas em x;; devem violar os pressupostos acima, uma vez que inevitavelmente

Yi¢—1 € ¢; sao correlacionados.

Apesar dos pressupostos (3.7), 0s erros compostos v;; serdo correlacionados em série devido
a ¢; em cada t: v;; ndo diminui com o aumento de |t — s|, logo v;; ndo revela uma fraca
dependéncia ao longo do tempo. Deste modo e considerando que para cada (y;, X;) existem
T linhas ordenadas cronologicamente e empilhadas de i = 1,2, ... N, é importante definir um N
grande e T assimptoticos fixos para um bom desempenho do método POLS. A inferéncia POLS

requer um estimador de matriz de variancia robusto e testes estatisticos robustos.

O modelo de efeitos aleatdrios (RE) integra c; no termo do erro composto, tal como acontece

com o modelo POLS, contudo impGe mais suposicdes
E(uy |xpc) =0, t=12,..T, (3.8.3)
E(ci|x;) = E(c;) = 0,0nde x; = {X;1, X;2, ..., X;7 }. (3.8.b)

A equacdo (3.8.a) representa o pressuposto de exogeneidade rigorosa. A equacdo (3.8.b)
define a ortogonalidade entre c; e cada x;;. De modo a obter resultados consistentes o pressuposto
(3.8.b) pode ser relaxado, contudo este é implicito pelo facto de, x;; ser fixo e E(c;) = 0, ou pelo

pressuposto de que c; € independente de x;.

A abordagem de efeitos aleatdrios explora a correlagdo em série no erro composto v;; através
do método dos minimos quadrados generalizados (GLS). O pressuposto de exogeneidade para
GLS é dada por E(v;: |x;) =0, t =1,2,...,T. Se satisfaz o pressuposto, podemos utilizar o

método GLS com v;; = ¢; + u;,. Para todos os periodos em T, podemos escrever
yi=X;B+ v; ,ondev; = cjjr+ u;ejréo (T x1)vetor. (3.9)

A matriz de variancia incondicional de v; é definido por 2 = E(v;v;'). Uma matriz
T x T necessariamente igual para todos os i assumindo a amostragem aleatdrio em cross section.
De modo a obter um valor consistente de GLS é também necessario satisfazer o segundo

pressuposto do modelo de efeitos aleatérios, rank condition, para GLS:
rank[YT_, E(X,/271X,)] =K. (3.10)

A andlise de efeitos aleatorios adiciona o pressuposto que o erro idiossincratico é dado sobre
a forma de 2. A primeira condi¢do consiste em 0s erros idiossincraticos terem uma variagdo
incondicional constante ao longo do t, e 0 segundo pressuposto é que os erros idiossincraticos sao

em série ndo correlacionados. Os dois pressupostos sdo definidos por

10
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E(uy®) = 0, , t=12,..,T, (3.11.3)
E(uju;s) =0, t #s,t,s=12,..,T. (3.11.b)

Sobre a hipotese de E(v3) = E(cf?) + 2E(cjuye) + E(ufy) = 02 + 02 , onde 62 = E(c}).
E(v;vis) = E[(¢; —uip) (¢ —u)] = E(ciz) = ¢2 ,paratodoot # s. (3.12)

O terceiro pressuposto consiste em
E(uuil|x;, ¢;) = oflr, (3.13.a)
E(c?|x;) = a2 (3.13.b)

Sob o pressuposto acima, E(uZ|x;,¢;) = o2, t=12,..,T que é implicito por (10.28) e
E(upuis|x;,¢;) =0, t #s,t,s =1,2,...,T . O terceiro pressuposto assume que as variagoes
condicionais sdo constantes e as covariancias condicionais sdo igual a zero. A juncdo do
pressuposto (3.11.b) e (3.13.b) resulta numa hipdtese de homocedasticidade sobre o efeito ndo

observado c;, Var(c;|1x;) = Var(c;).

Para implementacdo do procedimento FGLS, definido por 02 = 62 + o2. Assumindo o
estimador consistente de o2 e o2, entdo 2 = 621y + 62jrjr. O estimador FGLS com efeitos

aleatdrios é dado por

D I A— -1 1A—
Bre = (XL X/271X) QL X2y (3.14)

O estimador de efeitos aleatérios é claramente motivado pelo terceiro pressuposto, porém

Brr é sempre consistente. Se o primeiro pressuposto e a rank condition se mantenha, ent&o B

P
- pcomN - oo,

Em alternativa aos modelos de efeitos aleatérios, foram desenvolvidos modelos que admitem
correlagdo arbitraria entre os dados de painel e x;;, modelos de efeitos fixos (FE), destacados na
investigacdo de Simionescu et al. (2016). O primeiro pressuposto é a exogeneidade estrita das

variaveis explicativas condicionadas a c;:
E(uy |x5¢) =0, t=12,..T. (3.15)

Este pressuposto é idéntico ao primeiro pressuposto de RE, contudo a diferenca prende-se na
ndo defini¢do de (3.13.b), uma vez que FE define que E(c;|x;) pode ser qualquer fungéo de x;.
A anélise de efeitos fixos é mais robusta comparativamente, ndo sendo possivel distinguir efeitos
observaveis constantes no tempo e efeitos ndo observados constantes no tempo, uma vez que c;
pode ser correlacionado arbitrariamente com cada elemento x;;. Por consequéncia, € ndo

incluindo mais pressupostos, ndo é possivel incluir fatores de tempo em x;;. Quando analisando

11
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caracteristicas qualitativas individuais, nomeadamente género, etnia ou nacionalidade, estas
caracteristicas podem ser incluidas em x;;. Wooldridge (2002) explica que a indUstria e variaveis
gue descrevem atributos fixos de uma cidade ndo podem ser incluidas em x;;, a menos que pelo
menos uma empresa ou cidade sofra uma alteracdo ao longo do tempo. Cada elemento x;; varia
ao longo do tempo para algumas unidades de seccédo transversal, designamos por “variaveis

explicativas varidveis no tempo”.

Em termos gerais, seja d2¢, ..., dT; as varidveis dummies no periodo t, entdo ds, = 1se s =
t e ds; = 0 caso contrario. Seja z; o vetor de varidveis observaveis constantes no tempo, e w;;

0 vetor de variaveis, variaveis no tempo, entdo y;; é dado por
Yit = 61 + 92d2t + -+ QTth + Zl'yl + dZtZiyZ + -+ thZl’yT + Wl'ta + Ci + uit, (316)
E(uitlzi,wil,wiz, o, Wi, Ci) =0 ,t= 1,2, ,T (317)

A equacdo (3.17) representa a relacdo causal pretendida, no qual se condiciona c; para
controlar os fatores ndo observaveis constantes no tempo. Sem mais pressupostos, a intercepgdo
6, pode ndo ser identificada e o vetor y; em z; pode ser identificado porque 6, + z;y; ndo pode
ser distinguido de c;, onde 6, é a intercecdo para o periodo de tempo t = 1 e y; mede o0s efeitos
de z; em y;; no periodo t = 1. Apesar de ndo conseguirmos identificar os efeitos z;, conseguimos
identificar y4,v5, ..., yr € desse modo podemos estimar as diferengas nos efeitos parciais nas
variaveis temporais para um determinado periodo e efeitos das variaveis temporais se variam no

tempo.

O estimador de efeitos fixos B sob o primeiro pressuposto (3.15) é obtido da transformacao
da equacdo com o objetivo de eliminar o efeito ndo observado c;. A transformacédo de efeitos

fixos, também designada por within transformation, é dado por
Vi = X,B+c +u, (3.18)

onde v, =T ¥ _ v , 5, =T 'Y, x;, e, =T 1 X, u; . Para cada t, a equagdo de

efeitos fixos transformados é dada por
Vie =XuB+ Uy © yie—Vi= Xpe—X)p+ (v —w), t=12,..,T. (319)

A relaxacdo temporal traduz-se na eliminacéo do efeito individual fixo c;. A interpretacéo de
B deriva da expetativa condicional E(y;; |x; c;) = E(yit |Xit, ¢;) = X8+ ¢;. Para que a

estimativa POLS seja consistente, tem de se garantir a hipotese OLS

E(%i'ily) =0, t=12,...,T. (3.20)

12
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Sobre o pressuposto FE.1, u;; e i, ndo revelam correlagdo com x;; e x, para todo o t =
1,2, ..., T, entdo podemos assumir que (3.20) também produz estimadores OLS consistentes. E
ainda possivel assumir que E (ii;;|x;) = E (u;:|1x;) — E(ir;]x;) = 0 que por sua vez implica que
E (il | X1, X2, ..., X;7) = 0, tal que X;; é apenas uma funcdo de x; = (x;y, ..., X;7) € satisfaz a
forma de expetativa condicional do pressuposto de exogeneidade estrita na equacdo (3.20). O
estimador de efeitos fixos representado por By é o estimador POLS para a regressao j;, em X;;,
t=12,...T, i=12,..,N.

O segundo pressuposto de FE define que, para que o estimador tenha um comportamento
assimptoticamente bem-comportado, a rank condition normalizada na matriz de variaveis

explicativas time-demeaned é
rank[YI_, (%' %;,)] = rank[(X,'X;)] = K. (3.21)

A equagdo (3.21) explica que, se x;, inclui um elemento que ndo varia ao longo do tempo
para qualquer i, entdo x;. € igual a zero para todos os t, e consequentemente X; incluiria uma

coluna de zeros para 0s respetivos i.

Com o objetivo de assegurar que o estimador FE é sempre consistente define-se o terceiro
pressuposto, idéntico ao pressuposto da equacéo (3.13.a), dado por

E(wuilx;, ¢;) = oZly. (3.22)

Seja E(u;|x;,c;) = 0 pelo primeiro pressuposto, entdo o terceiro pressuposto assume que
Var(u;|x;, c;) = o2l;. O estimador de efeitos fixos, também designado por within estimator, é

expresso por

—~ v ree n—1 e 1., ve T -1 ce T ae
Bre = (Z{V=1 X, Xi) (Z{V=1 X; }’i) = (Z{V=1 Z'{=1 xlt,xit) (Z{V=1 Z?=1 xlt,yit)' (3.23)
O estimador utiliza a variagdo temporal dentro de cada secéo transversal.

Arvore de decisdo

O modelo de Regresséo de arvore é um modelo ndo linear e ndo paramétrico, construido sobre
a estrutura de uma arvore. O no raiz contém todas as observagoes, e através do algoritmo greedy
search, o conjunto de dados é recursivamente dividido em conjuntos de dados de menor
dimensdo. Em cada n6 de decisdo, sdo gerados diferentes ramos que representam subconjuntos
distintos. Os subconjuntos finais ndo subdivididos dizem-se nés folha. O objetivo é minimizar a
variancia da variavel dependente, garantido que o outcome no né filho é sempre mais homogénea
do que o nd pai. A interpretacdo dos algoritmos de inducédo de &rvore é semelhante para a maioria

dos tipos de &rvore. Deste modo, relagdo entre o resultado y e os regressores X, é dado por:

13
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y = f(x) = Z%:l Cmlix e Ry » (3.24)

onde cada instancia corresponde a um subconjunto R,,, n6 folha. It g 3 € uma fungdo

identidade que retorna 1 se x se encontrar no subconjunto R,,,, 0 caso contrario. A reducdo da

variancia da variavel dependente é medida pelo ‘sum of squares reduction’ dado por

SSRe = SST — (SSL + SSR), (3.25)

onde SST = Y (y; — y)z é a soma dos quadrados totais para 0 n6 de decisdo, SSL a soma ao
quadrado do n6 esquerdo e SSR a soma ao quadrado do né direito. A previsdo é limitada entre O

e 1, na medida em que os valores previstos sdo iguais a média da variavel dependente.

Ap6s 0 modelo estar completo, é possivel aplicar uma técnica que permite reduzir a dimenséo
da arvore. O pruning é particularmente importante em arvores complexas, pois remove nés
redundantes e ndo criticos aos dados. Deste modo, esta técnica melhora a precisdo do modelo e
reduz o risco de sobre ajustamento dos dados, overfitting.

A explicabilidade do modelo é principal vantagem do modelo de regressao de arvore. Para
além da sua representacdo natural, a sua estrutura permite a anélise de cenarios hipotéticos. E
ainda possivel utilizar o método de importancia dos regressores, onde cada importancia pode ser
interpretada como parte da importancia geral do modelo, ou ainda 0 método de decomposigdo da
arvore, que permite rastrear uma decisdo e explicar a previséo pelas contribui¢fes adicionadas em
cada no de decisdo. A previsdo final de uma insténcia, segundo a decomposi¢do da arvore

(Molnar, 2022), é obtida através da seguinte equagao:

fx)=y+ YD split « contribuicdogy = y+ 25';1 regressor * contribuicao; ) -
(3.26)

A previsdo corresponde & soma do valor médio do outcome e do somatorio das contribuicdes
para 0os D ramos entre 0 no raiz e o no terminal. Podemos ainda interpretar o impacto de cada uma

das p carateristicas na previsao.
3.1.2. Black-box model: eXtreme Gradient Boosting (XGBoost)
XGBoost € um método de machine learning, definido por Chen e Guestrin (2016), como um
sistema escalavel de reforco de arvore (tree bosting). Isto significa que é um método baseado em

Arvores de decisdo com métodos de regularizagio do aumento do gradiente (gradient boosting),

garantindo uma elevada precisao, eficiéncia e flexibilidade.
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Gradient Descent
O algoritmo de descida do gradiente tem como objetivo a minimizacdo da fungéo de perda.
Para um par de observacdes z = (x,y) e funcdo F, (x), onde w é um pardmetro que mapeia as
variaveis explicativas x para a observacdo y, obtemos a funcéo de perda diferenciavel L(z, w). O
objetivo é utilizar o gradiente ¥, L(z, w), respeitando os diferentes parametros e pesos da funcéo,
de modo a minimizar a funcdo de perda. O primeiro passo consiste em definir o valor inicial wy,.
Seguidamente o valor do gradiente € calculado com base em cada par de observagdes z;. Os

valores seguintes sdo calculados da seguinte maneira
1
Wip1 = W — )/;Z?ZI(VWL(ZL-,W,;)), (3.27)

onde w;,, é 0 pardmetro 6timo utilizando a derivada da funcdo de perda V,,L(z;, w;), para um
par de observacdes z; = (x;,y;). O parametro y é a taxa de aprendizagem que se mantém sempre
positivo. Quando esta se encontra num valor suficientemente pequeno, o algoritmo converge para
um minimo local. Seja € um valor suficientemente pegueno, o critério de paragem é dado por
||F(xn)|| < €
Boosting

Boosting é definido por Kearns (1988) e Schapire (1990) como um conjunto combinado de
Arvores decisdo processado de forma sequencial, a fim de obter um menor erro da previsdo. A
sele¢do do subconjunto de dados de treino utilizado em cada membro é efetuada com base no
desempenho do modelo anterior. Os pesos maiores séo atribuidos as observagdes incorretas do
modelo anterior e, por isso, estas sdo escolhidas para integrar o proximo membro com mais
frequéncia do que as observagdes corretas. Deste modo, ap6s varios ciclos, 0 método de boosting

combina observagdes fracas numa Unica observacao.

Para um dado conjunto de dados com n observagdes e m regressores, D = (x;,y;)(|ID| =
n,x; € IR™,y; € IR), D corresponde a equacdo de um modelo de conjunto de arvores com K

funcbes aditivas para previsdo do output

Ji= ka1 fu (), fe €F. (3.28)
O espago da regresséo de arvore é dado por F = f(x) = wq(x)(q: IR™ - T,w € IRT), onde

q representa a estrutura de cada arvore que mapeia uma observacdo para o indice de folha
correspondente e T é o numero de folhas numa arvore. A cada f;, corresponde uma estrutura de

arvore independente g e os pesos da folha w.
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Algoritmo XGBoost

A funcdo de perda usada pelo algoritmo XGBoost corresponde a combinacdo do erro
quadratico médio da funcéo de perda e de um termo de penalidade 2. O erro quadratico médio
calcula o erro do PIBpc prevista, ¥, , utilizando o PIBpc real. Uma vez que a func¢éo inclui um
termo de penalidade, protegendo contra o overfitting, a funcdo de perda pode ser chamada de

funcao de perda regularizada:
L(¢) = i l@0y) + 2k 2(fi), (3.29)

comQ(f) = yT + %A|le|2 el y:) = (y; — 9:)%. O parametro T é o nimero de folhas numa
arvore, y e Asdo parametros de regularizacdo, f, corresponde & estrutura da arvore

independente g e os pesos da folha w, e [ a funcdo de perda convexa diferenciavel dada pela
média quadréatica do erro.

A funcdo de perda reduz quando é adicionada uma nova arvore, tal que a complexidade do
modelo a adicionar ndo excede o valor acrescentado do novo modelo de arvore, e, portanto, 0s
valores para o PIBpc sdo melhor modeladas. yf é o PIBpc previsto da t-ésima interagdo da i-

ésima instancia. O objetivo é adicionar a f; arvore que minimiza a funcéo de perda:

L =310+ 90D+ ) + 2(f), (3.30)

f+ , que melhora o modelo 3.8., adicionado segundo o algoritmo greedy search. XGBoost utiliza

a aproximagc&o de segunda ordem para otimizar a equagdo 3.29.

At— 1
L~ Y[l + 907D + gifeCa) + ShifE ()] + 2(F), (3.31)
onde g; = ﬁl(%.f’ia_n ¢ a primeira derivada da funcio de perda I, h; =
2
52%_1) l(yi,yi(t_l) é a segunda derivada da fungio de perdal e ¢~ o PIBpc prevista da
Vi

iteracdo anterior. O objetivo é minimizar a funcdo perda da regressdo de arvore f; para cada
iteracdo t. Por este motivo, termos que ndo dependam da nova arvore f; podem ser removidos

sem qualquer impacto da funcéo objetivo

L =YlalgifeC) + %hiftz(xi)] + 2(fo)- (3.32)

O algoritmo XGBoost utiliza 0 método de Newton boosting, que diferentemente do gradient
boosting introduzido por Friedman (2001), baseia-se na atualizacdo do gradiente descendente de
segunda ordem. Este fator, tal como Sigrist (2018) demonstra, apresenta uma melhor performance

face a outros métodos de boosting.
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O segundo aspeto relevante do algoritmo consiste em encontrar os split points, os pontos de

separagdo, que dividem entre folhas e ramos. Definindo I; = i|f;(x;) = j como o conjunto de
observagdes i na folha ou n6 terminal j da arvore t. A funcio objetivo anterior aprofundamos o

termo £2, somando as instancias de cada folha j,i € I; , tal como apresentado de seguida.

~ 1 1 1
Lt = Z?=1 [gift(xi) + Ehiftz(xl'):l + )/T + 5/123‘:1 sz = 23:':1[(21'611' gl)W] + E(ZiEIj h‘i +

Dw?] +yT. (3.33)

A (ltima parte da expressdo matematica pretende separar todas as observacdes i em conjuntos
de observacdes [}, tal que o valor para f;(x;) em conjuntos de observagao /; € obtido por w;, e as

derivadas g; e h; , que dependem da funcéo de perda da previsdo anterior, tornam-se constantes.

Para uma estrutura de arvore fixa q(x) com conjunto de observagdes I; em cada folha j, o valor

6timo para o peso w;"é o valor 6timo do PIBpc, que € obtido pela equagdo quadratica

. Lier; 9i

Por substituicdo, o valor minimo da fungéo perda de uma determinada parti¢éo é dado por

2

~ 1 (Ziel-gi)

L' (f) = -3 ZJT'=1—Z, - ]h-+/1 + yT. (3.35)
LE]' 1

Assumindo que L, e Lr sdo o conjunto de instancias dos nos da esquerda e direita,
respetivamente, entdo I = I, U Iz. Apds a divisao por ramos, a funcédo perda é

Lo 1[G 90’ | Giep9d®  Gierad’] _ y
SPUL ™ 2 [Sier, hi+ A ' Tierghi+ A Zierhi+ A '

(3.36)

Para obter a score de qualidade da previsdo (Chen e Guestrin, 2016), é necessario apenas
atribuir valores ao gradiente e ao gradiente de segunda ordem e efetuar as operagoes.

Otimizacéo de hiperparametros

Um hiperpardmetro é uma caracteristica externa a um modelo, cujo a definigdo do seu valor
é feita numa fase inicial do processo de aprendizagem, uma vez que ndo pode ser estimado a partir
dos dados. Portanto, uma das principais etapas da modelagem em XGBoost consiste na definicdo
de hiperparametros, tal como a taxa de aprendizagem, peso minimo da crianca, profundidade
maxima da arvore, percentagem da amostra da coluna, percentagem de subamostra e gamma. A
Tabela A.1. em Apéndice propGe valores pré-especificados para cada um dos hiperparametros
referidos, em semelhanga ao apresentado por Matos (2020). Grid Search é um algoritmo de

pesquisa simples, que recebe um conjunto de valores para um ou mais hiperpardmetros e testa
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todas as combinacBes possiveis dentro dessa vizinhanca de modo a aproximar-se do objetivo,

encontrar os valores 6timos para os hiperparametros.

3.2. Abordagens de interpretabilidade selecionadas

3.2.1. Classical Feature Importance

Para avaliacdo de modelos de arvore sdo considerados trés indicadores classicos de
importancia da caracteristica, feature importance: cobertura, frequéncia e ganho. A cobertura €
expressa, em percentagem, como as métricas de cobertura dos regressores. A cobertura para cada
regressor consiste no nimero de observacOes obtidas pela soma entre 0o nimero de pontos
atribuidos a cada divisao de dados e o nimero de observacgdes, que o préprio regressor, é utilizado
para dividir os dados sobre todas as arvores. Por sua vez, a frequéncia corresponde ao nimero
total de vezes que um regressor é utilizado para dividir os dados entre todas as arvores. A
frequéncia para cada regressor corresponde, em percentagem, ao peso da frequéncia do mesmo
regressor sobre a frequéncia de todos os regressores. Finalmente, 0 ganho tem em consideracéo a
reducdo média na perda de treino alcangada utilizando uma caracteristica dividida. Quanto maior

o valor de ganho, maior a importancia do regressor na previsao.

3.2.2. Permutation Feature Importance

A abordagem permutacdo da importancia da caracteristica, proposto por Fisher et al. (2018),
mede a variacdo do erro de previsdo do modelo ap6s a permutacéo dos valores dos regressores, 0
que quebra a relacdo entre o regressor e 0 verdadeiro output. O regressor diz-se “importante”
quando existe um aumento do erro apds a alteracdo do valor do regressor. A funcdo de perda é

calculada pelo erro médio absoluto (EAM) obtido através de
1 ~
EAM = — Y11 |yi = Jil- (3.37)

Na Tabela A.2. em Apéndice, o pseudocddigo do algoritmo de permutation feature

importance.

3.2.3. Partial Dependence Plots (PDP)

O grafico de dependéncia parcial (PDP), introduzido por Friedman (2001), permite mostrar
os efeitos marginais de um regressor, normalmente, na previsao de um modelo. Esta abordagem

permite identificar a relagéo entre o regressor e o outcome.

Tal como demostrado por Friedman (2001) e Greenwell et al. (2001), seja f(x) a funcéo de
previsdo, onde x = xq, x5, ..., X, representa as caracteristicas do modelo e z; € o conjunto de

interesse particionado por x , entdo a "dependéncia parcial” de z, € definido por

fs(z5) = Ezc[f(zs: Zc)] = ff(zsrzc)pc (zc)dz, (3.38)
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onde z, = x / zs €, p.(z.) a densidade da probabilidade marginal de z., dado por p.(z;) =

[ p(x)dz,. Aplicando a equagéo (3.37) para amostra de treino, obtemos a estimativa

_ 1 ~
fs(zs) = 52?21 f(Zs !Zi,c) ’ (339)
onde z; ., (i = 1,2,3, ...,n) séo os valores de z. para a amostra de treino.

O grafico de dependéncia parcial para x;, seja z; = x; a variavel preditora de interesse com

Vetor x4, X412, ..., X1k, Pode ser construido segundo o pseudocodigo da Tabela A.3. em Apéndice.

Apesar do grafico de dependéncia parcial ser facil de implementar e interpretar, por vezes o
pressuposto de independéncia pode constituir um problema, uma vez que, quando existe alta
correlagdo entre regressores, o valor de output pode ser enviesado e levar a interpretacdes erradas.
Também a ocultacdo dos efeitos heterogéneos na estimativa de PDP pode levar a conclusdes
erradas, neste caso sobre a caracteristica de impacto na previsao.

3.2.4. SHAP (SHapley Additive ExPlanations) Values
Additive feature attribution methods

SHAP ¢ um modelo agnostico que pertence a uma classe denominada por “métodos de
atribuicdo de carateristicas aditivas”, uma vez que a explicagdo é dada como uma fungdo linear
de carateristicas. A explicacdo do modelo f é dado pela soma de um termo de intercecdo ¢, e de

output z'com o valor atribuido para cada carateristica ¢;.

f(@') =¢o+ Xt ez, (3.40)

onde ¢, € IR,z' € {0,1}, M é o nimero de carateristicas interpretaveis e z'; corresponde ao
aparecimento das caracteristicas. SHAP substitui cada caracteristica x; por uma varidvel binaria
z'¢+,noqual z'; = 1, se a caracteristica foi observada e z'; = 0, caso contrario.

Shapley Values

O método SHAP tem como base os valores de Shapley (Shapley, 1953) obtidos da teoria dos
jogos. Neste contexto, um jogo simples, com uma Unica ronda, corresponde a tarefa de prever
para uma Unica observacdo de conjunto de dados. O ganho do jogador corresponde ao valor
estimado menos a previsdo média para todas as observacfes. Os jogadores sdo os valores dos

regressores para as observagdes que recebem ganho.

O acréscimo do valor de uma carateristica devido a variacdo ponderada do valor outcome do
modelo pode ser calculado quando adicionamos uma carateristica i em todos os subconjuntos de
carateristicas que excluem a mesma, isto € (S C F\{i}). O valor SHAP para carateristicas num
modelo que indica o atributo das carateristicas para a previsdo do outcome. O valor SHAP para a

carateristica i e modelo f é dado por
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ISI'(IF]—|S|-1)!

di(f) = ngp\{i}T (fSU{i}(xSU{i}) - fs(xs)) , (3.41)

Onde F é o conjunto total de carateristicas para 0 modelo f, (S CF\{i}) sdo todos os
possiveis subconjuntos de F excluindo a caracteristica i, fs(xs) é a funcdo treinada pelas
carateristicas do subconjunto S e fsu{i}(xsu{i}) é a funcdo treinada pelas carateristicas do
subconjunto S U {i}.

SHAP Feature Importance

O SHAP considera como mais caracteristica mais importante, a carateristica com maior valor
Shapley absoluto. Contudo o objetivo é medir para cada carateristica a importancia global dada
pela média dos valores Shapley absolutos para cada carateristica de um conjunto de dados.

=% 1191, (3.42)
onde i representa uma carateristica e j uma observacgdo do conjunto de dados.

O grafico de importancia da carateristica representa as variaveis de ordem decrescente de
importancia. O método de importancia da carateristica pelos valores de Shapley baseia-se nas
contribuigdes do regressor, enquanto outros métodos, como por exemplo o método de permutacao

da importancia da carateristica que se baseia na precisdo do modelo.
3.3. Amostragem de treino e teste

Com o objetivo de avaliar a previsao, os dados sdo divididos em amostra de treino e amostra
de teste. O modelo é estimado com base na amostra de treino e, posteriormente, a precisdo do
mesmo ¢é avaliada utilizando medidas de erro aplicados a amostra de teste. Quando este
procedimento é efetuado apenas uma vez, a avaliacdo diz-se fixed origin. Porém, devido a
existéncia de outliers ou mudangas de nivel, 0 método mais adequado podera consistir num
método de avaliagdo no qual a origem da amostra de teste é atualizada sucessivamente e as

previsdes sdo produzidas a partir de uma nova origem, rolling origin (Tashman, 2000).

O método de reamostragem por validacdo cruzada para séries temporais € um método de
reamostragem nao aleatorio, cujo conjunto de dados sdo ordenados por ordem cronoldgica. A
amostra de teste é constituida por h observacfes, que corresponde aos periodos utilizados na
avaliacdo preditiva do modelo. A amostra de treino corresponde as observagdes anteriores as
observacOes de teste e consiste no conjunto de observagdes para estimacdo do modelo. O plano
de validacdo cruzada de séries temporais distingue-se dos restantes métodos, pelo facto de
comecgar com as observacdes de séries temporais mais recentes e recursivamente retroceder no

tempo. Isto significa que a primeira reamostragem é obtida pela divisao total dos dados.

20



125000

100000

75000

MARIA A. CARMO REBELO INTERPRETABILIDADE DE MLM PARA A PREVISAO MACRO.

A Figura 3.1. abaixo retrata a ideia basica da amostragem por rolling origin cross validation
para séries temporais. As observacGes vermelhas representam as amostras de teste, que
corresponde a 20% do nimero total dos anos em estudo, aproximadamente 5 anos. Os dados de
painel utilizados no presente estudo garantem a existéncia do mesmo conjunto de paises nos
diferentes periodos em analise. As observacdes azuis representam as amostras de treino que
correspondem as observacGes dos periodos anteriores a amostra de teste. As previsdes sao
produzidas a partir de iteracfes para 6 origens distintas, no qual a primeira iteracdo corresponde
as observacOes mais recentes. O modelo é reestimado e sdo efetuadas previsfes a cada iteragdo.
A medida de erro total de previsdo do modelo para cross validation é calculada como a média do
erro para os k iteragdes. Quanto maior for o valor k, menor é a diferenca entre os valores estimados
e os valores reais, menor é o enviesamento. Assim, o objetivo é maximizar a precisdo do modelo

e minimizar a complexidade.

Time Series Cross Validation Plan
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FIGURA 3.1: Representagdo grafico do método de amostragem por validagdo cruzado de séries

temporais.
3.4. Avaliacgdo de preciséo preditiva

A literatura académica prop6e varias medidas de desempenho preditivo, com base na amostra
de teste. Em conformidade com Caiado (2016), destaco trés medidas de avaliagdo dos erros de
previsdo. Seja y o PIBpc real, y o PIBpc previsto e n o nimero de eventos por defeito na amostra.

O erro quadratico médio (EQM) é calculado da seguinte forma

EQM = -3, (v = 9% . (3.43)
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Quanto maior o valor de EQM, maior a diferenca entre o valor real e 0 previsto e por isso
menor precisdo. Uma vez que EQM depende da média, considera-se que esta métrica é

particularmente sensivel a outliers. E possivel reduzir a grandeza dos valores através da raiz do

erro quadratico médio, REQM = /EQM.

O erro médio absoluto (EAM) é dado pela equacao (3.36). Tanto o EQM como EAM séo
obtidos pela diferenca média entre o PIBpc e estimadas, contudo o EAM pode refletir o tamanho
do erro de forma mais intuitiva. A interpretacdo da medida do EAM, tal como a EQM, deve ter
em consideracdo a escala implicita e por isso ndo é muito adequada para comparar dados de
natureza e/ou periodicidade diferente.

O erro percentual absoluto médio (EPAM) permite obter uma percentagem média do erro

preditivo face a real grandeza das observacgdes. A medida de erro é definida da seguinte forma:
EPAM = 3, | yyi | x100. (3.44)

Os modelos com valores inferiores a 100% para EPAM, proporcionam, em média, melhor

previsdo. A desvantagem desta métrica consiste em observa¢des com zeros na amostra.

Também a correlacdo é um indicador importante, definido estatisticamente por

_ covy®)
Pyy = FarGywar®) | (3.45)

Pela definicdo matematica, modelos com elevada correlagdo, apresentam baixos valores de

variancia e por isso maior precisdo preditiva.
4.DADOS
4.1. Index of economic freedom database

O presente estudo consiste na criacdo de modelos preditivos para o produto interno bruto, em
paridade de poder de compra, per capita (PI1Bpc). A escolha do PIBpc como variavel de interesse
consiste na necessidade de quantificar a atividade econémica do pais pelo seu custo de vida, por
individuo nacional. Para tal, sdo utilizados dados em painel que contém 1 428 observacoes
combinadas: 28 observacdes anuais, entre 1995 e 2022, para 51 paises. A sele¢do dos paises foi
feita com base nos seguintes critérios: consisténcia de dados para o periodo em analise,
inexisténcia de nulos e credibilidade da recolha dos dados. Os paises utilizados no presente estudo

encontram-se listados na Tabela A.4. em Apéndice.

Os dados em painel tem como principal fonte os dados disponibilizados pela The Heritage
Foudation (2022), 19 indicadores disponibilizados no ambito da publicacdo anual do indice de

liberdade econémica. Foram adicionados ainda 4 indicadores complementares, acrescentando
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uma perspetiva mais social e ambiental da economia. A base de dados da OCDE, do Fundo
Monetario Internacional, do Banco Mundial e da Conferéncia das Nac¢des Unidas sobre Comércio
e Desenvolvimento sdo outras fontes importantes para o enriquecimento da base de dados. Os

indicadores que constam na modelag¢do encontram-se na Tabela A.5.

Através da andlise da Figura 4.1., é possivel constantar forte tendéncia crescente do PIBpc
dos varios paises, porém podem ainda ser observados picos de decréscimo: em 2009, revelando
0 impacto da crise financeira de 2008; em 2020, devido & pandemia do COVID-19; em 2022,
devido a guerra na Ucrania. Importante realgar que a base de dados utilizada como referéncia diz
respeito aos indicadores atuais e histdricos para o calculo anual do Index of Economic Freedom.
Regra geral, o valor do PIBpc, associado ao indice do ano t, tem como principal fonte o World
Economic Outlook Database, do més de Abril do anterior, disponibilizado pelo Fundo Monetario

Internacional.

Através da observacao da Figura 4.1. Luxemburgo e Singapura destacam-se como 0s paises
com maior PIBpc anual. Porém, a maior taxa de crescimento entre 1995 e 2022 diz respeito a
economia emergente da China, com um crescimento de 824% aproximadamente. E ainda possivel
constatar que em 1995, a economia com menor PIBpc era o Vietnam, e logo a seguir a India. Para
2022, sdo os Camardes o pais com menor PIBpc, apesar da taxa de crescimento de 112% face a
1995.

CountryName
Albania France
Armenia Georgia
Australia Germany
Austria Greece
Belgium Hungary
Botswana Iceland
Brazil Ireland
Bulgaria Israel
Canada Italy
Cape Verde Jamaica
Chile Japan
Costa Rica Lithuania
Croatia Luxembourg
Czech Republic Moldova
Denmark Wongolia
Estonia Netherlands

Finland New Zealand

2000 2010 2020
date

FIGURA 4.1: Evolugéo do PIBpc para 0s 51 paises.
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4.1.1. Variaveis

A andlise exploratdria dos dados, é a etapa inicial do desenvolvimento de um modelo de
machine learning, fundamental para o entendimento de cada variavel e da relacdo da mesma com
0s as restantes variaveis. A Figura A.1 do Apéndice, revela a analise entre variaveis ao nivel da
correlacdo e da distribuicdo de frequéncias. Nos pontos seguintes serdo analisadas as variaveis de
forma individual. A populacdo sera analisada ao nivel dos varios paises. Para as restantes
variaveis serd utilizado um caso especifico, Portugal, que apresenta valores em cada variavel

préximos da mediana no respetivo ano.
Populacéo

A Figura A.2. em Apéndice demonstra que a tendéncia da densidade populacional ndo é linear
nos 51 paises em analise. Apesar da tendéncia crescente na maioria dos paises, é possivel verificar
que a Bulgaria, Estdnia, Gedrgia, Hungria, Lituania, Moldavia, Poldnia, Roménia, Ucréania, e
ainda, Cabo Verde revela uma tendéncia decrescente. Este fendmeno deve-se ao forte movimento
emigratério dos paises do centro-leste europeu e dos paises africanos. De destacar ainda a
parébola concava que configura a fungdo de densidade populacional na Grécia, Portugal e Japéo,
devido a diminuicdo da natalidade.

Da interpretacdo obtida da expressdo matematica do calculo do PIBpc, é possivel concluir
que a variagdo PIBpc é bastante superior as variaces da densidade populacional, em termos

globais ao longo dos anos, resultando hum maior acréscimo significativo do PIBpc.
Estado de direito

PropertyRights, RuleofLaw e Governmentintegrity sdo variaveis representativas do estado de
direito (Figura A.3). Pela andlise da Figura A.1. podemos constatar que existe uma alta correlacéo,
acima dos 75%, entre estas varidaveis. Em 2022, Portugal revelou o maior aumento dos ultimos
anos em PropertyRights. Apesar das fortes oscilagbes associadas a RuleofLaw e
GovernmentIntegrity verificaram um acréscimo bastante significativo. Apds a acentuada descida
do valor do indice em 2020, o valor de RuleofLaw retomou aos valores normais. Relativamente a
Governmentintegrity verificou-se dois picos negativos em 1997 e 2018, recuperando os valores

Nnos anos seguintes.
Tamanho do governo

Esta secdo tem em analise os gastos do governo como um todo, e ainda, setores,
nomeadamente educacgdo, salde e meio-ambiente. Em Portugal, a varidvel GovtExpenditure
revela uma tendéncia crescente de 1995 a 2010 e decrescente de 2011 a 2022 (Figura A.4). Apesar

das oscilagdes, GovtExpenditureEnvironmentalProtection e TotalHealthSpending revelaram ter
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0 seu valor maximo em 2010, ano como ja referi que também corresponde ao pico maximo da
GovtExpenditure. No ano anterior a pandemia, 2019, os gastos publicos em salde apresentaram
0 seu valor minimo. Em oposicdo, no mesmo ano, 2019, a variavel
GovernmentExpenditureEducation revelou o seu valor méximo. De realcar que dos setores em
analise, a educacdo € o que revela menor gasto publico em compara¢do com 0s restantes, como é

possivel observar na figura seguinte.

% GDP

1995 1997 1999 2001 2003 2005 2007 2008 2011 2013 2015 2017 2018 2021 2023
Year

FIGURA 4.2: Evolucéo despesas publicas em percentagem do PIB, onde os pontos bordd, azul e

verde correspondem respetivamente a educacéo, saude e prote¢do ambiental.

Observando a Figura A.5, podemos observar 0 comportamento das variaveis TaxBurden,
FiscalHealth e PublicDebt em Portugal. O indice da carga fiscal revela-se relativamente
constante, porém verifica-se uma acentuada subida a partir de 2020. Relativamente ao indice de
salde fiscal, o pico minimo foi verificado em 2017, verificando-se posteriormente uma acentuada
subida, com valor méximo em 2021. Apesar da instabilidade do valor da divida publica nos

ultimos 10 anos, a tendéncia revela-se crescente.
Eficiéncia regulamentar

A andlise da eficiéncia regulamentar serd subdividida em negécios e mercado de trabalho

(Figura A.6.) e mercado monetério (Figura A.7.).

A evolucdo da variavel BusinessFreedom, em Portugal, revela um crescimento entre 2005 e
2015 e posteriormente um decréscimo até ao ano atual. Em relacdo a variavel LaborFreedom,

verifica-se um repentino decréscimo a partir de 2008 até 2013, retomando em 2015 a valores
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estaveis. A funcdo de Unemployment apresenta o seu pico minimo em 2000 e pico maximo em
2015. Os valores mais elevados de desemprego verificam-se entre 2012 e 2018, periodo de

intervencdo da troika em Portugal e de recuperacdo econémica.

A funcdo que descreve o comportamento de MonetaryFreedom, de Portugal revela fortes
oscilacdes entre 0s 82 e 0s 87, apenas com excecao de 1995 e 1996 que revelam valores inferiores
a 80. Inflation apresenta uma tendéncia decrescente com algumas flutuacGes, em particular 2008

devido a crise financeira.
Mercados abertos

As transagOes econdmicas de um pais com o resto do mundo podem ser contabilizadas a partir
do conceito de balanca de pagamentos, nomeadamente em termos de balanca corrente e balanca
financeira. O valor da prépria balanga corrente, a liberdade comercial e taxas aduaneiras sdo
variaveis explicativas associadas ao primeiro componente da balanga (Figura A.8.). Liberdade
financeira, liberdade de investimento e FDI sdo variaveis explicativas associadas ao segundo
componente anteriormente mencionado (Figura A.9.).

Em Portugal, CurrentAccountBalance tem sofrido algumas oscilagdes nos ultimos anos, com
uma forte queda entre 1995 e 2000, e ainda, entre 2020 e o presente ano. A variavel TariffRate
revela uma tendéncia decrescente até 2016 e uma subida posterior, que contrasta com

TradeFreedom, uma vez que, revela valores crescentes com excecdo dos 2 Ultimos anos.

Por sua vez, FinancialFreedom e InvestmentFreedom destacam-se por uma acentuada subida
em 2009 e 1998, respetivamente, em relagdo ao ano anterior. Finalmente, o
ForeignDirectinvestment (FDI) revela bastantes oscilagGes, apesar de manter-se bastante contante

nos ultimos anos. De destacar ainda que face ao PIB, o FDI apresenta valor maximo em 2012.
5. Resultados
5.1 XGBoost — Ajuste de hiperparametros

A Tabela 5.1 apresenta os hiperpardmetros obtidos pelo algoritmo de otimizacdo de grid

search com o objetivo de contribuirem para um melhor desempenho do modelo XGBoost.

Hiperpardmetros Valor
Learning rate 0.2
Max tree depth 15
Gamma 0
Sub sample 0.7
Column sample 0.0008
Minimun child weight 1

TABELA 5.1: Hiperparametros utilizados para ajustar o modelo XGBoost.
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5.2 Comparacéo da performance dos modelos

A tabela seguinte (Tabela 5.2) apresenta as medidas de precisdo out-of-sample para os
modelos de interpretagdo natural, Time-fixed effects (TFE), POLS (PO) e Arvore de decisdo (DT),
e ainda para 0 modelo de caixa preta, XGBoost (XGB). Foram ainda calculadas as variagfes

percentuais obtidas das medidas de precisdo entre dois modelos.

TFE PO DT XGB PO- DT- XGB-
TFE(%)  TFE(%) TFE(%)
REQM 7567.83 16640.11 21178.79 12163.03 -55 -64 -38
EAM 5265.36 11437.81 15204.11 7691.47 -54 -65 -32
EPAM 22.31 40.45 37.79 18.69 -45 -41 19

TABELA 5.2: Comparacdo das medidas de precisao preditiva out-of-sample do PIBpc.

Podemos verificar que, relativamente a REQM e EAM, o modelo TFE é o modelo de previsdo
de dados de painel com maior precisdo face a estimacdo do PIBpc com base em dados de teste.
Porém, quando comparamos 0s modelos em termos de desempenho preditivo face ao EPAM,
podemos verificar que XGBoost revela melhor desempenho do que TFE. Considerando a
diversidade da natureza dos regressores e a auséncia de zeros, EPAM constitui 0 melhor critério

de avaliacdo dos erros de previsao.
5.3 Interpretabilidade Global

Esta secdo pretende apresentar métodos de interpretacdo para 0s modelos de

interpretabilidade natural e black-box, permitindo de alguma forma comparar os mesmos.
5.3.1 Modelos de interpretabilidade natural
Modelos lineares

A selecdo do modelo mais adequado aos dados em painel, definidos por um atributo
individual (CountryName) e temporal (Year), consiste na realizacdo de testes estatisticos.
Inicialmente, é feita a comparacéo entre 0 modelo de regresséo dos dados agrupados (POLS) e o
modelo de regressao de efeitos fixos (within) através do Teste F, no qual a hip6tese nula é de
que ha igualdade nos interceptos e inclinag@es para todos os individuos, logo 0 modelo adequa-
se melhor ao modelo de dados agrupados. Uma vez que se verifica que o valor-p é inferior a
0,05, 0 modelo de efeitos fixos € melhor do que 0 modelo POLS. Tendo em conta o resultado,
foi ainda aplicado o teste de Hausman que pretende comparar a adequacéo dos dados ao modelo
de efeitos fixos e ao modelo de efeitos aleatorios, segundo o qual a hip6tese nula é de os efeitos

individuais c; ndo ser correlacionado com o0s regressores Xx;;, isto &, se verificam-se efeitos
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aleatdrios. Como o valor-p ¢ inferior a 0,05, 0 modelo de efeitos fixos é mais adequado
comparativamente ao modelo de efeitos aleatorios. Foi ainda efetuado o teste F de efeitos
individuais para verificar a existéncia de efeitos ndo observados de tempo ou individuais nos
modelos de dados em painel. Uma vez que se verifica que o valor-p é inferior a 0,05, entdo
verifica-se a existéncia de efeito tempo, Time-fixed effects. Apesar de ndo ser o modelo que
melhor se adequa aos dados, 0 modelo POLS também foi explorado dada a maior simplicidade

a aproximacao aos restantes modelos em estudo.

Em termos de interpretabilidade, a influéncia de cada variavel explicativa na previséo de cada
modelo pode ser obtida através do método de estimagdo de efeitos parciais, tendo em conta a
distribuicdo media de cada varidvel e cujo as restantes variaveis s&éo mantidas constantes. Dado o
contexto atual da economia internacional, a varidvel explicativa Inflation foi selecionada para
analise mais profunda nos dois modelos. Na Figura A.10 em Apéndice podemos verificar que
para 0 modelo POLS, a previsdo tem uma variacdo negativa com o aumento da inflagdo.
Assumindo um ponto especifico como exemplo, se a inflagdo atingir 0s 2,3% entdo o valor obtido
para a previsdo é, em media, 24 680.181, ceteris paribus. Para 0 modelo Time-fixed effects, o
impacto da variagdo da inflacdo revela uma tendéncia oposta a verificada pelo modelo POLS, isto
€ uma tendéncia positiva pouco significativa. Do mesmo modo, se a inflacdo atingir os 2,3%, o

valor da previsdo é, em média, 27 096.477 ceteris paribus.

A Figura A.11 apresenta o grafico classical feature importance obtido pelo modelo POLS.
As variaveis explicativas, LaborFreedom, CurrentAccountBalance e
GovernmentExpenditureEducation apresentam maior nivel de importancia, 12.7, 12.1 e 7.55,
respetivamente. Tal como GovernmentExpenditureEducation, também, Unemployment e

TariffRate sdo os fatores que revelam um impacto negativo, com 5.50 e 5.11.

Segundo 0 método permutation feature importance para o modelo POLS (Figura A.12.a),
LaborFreedom, CurrentAccountBalance e PropertyRights sdo as variaveis explicativas com
maior importancia tendo em conta a maior perda de erro quadratico médio, 11 134, 10 824 e
10 681, aproximadamente. Para 0 modelo Time-fixed effects (Figura A.12.b), CountryName,
Population e Year sdo as variaveis com maior importancia, com perdas aproximadas de 30 196,
18 756 e 12 018, respetivamente.

Arvore de decisdo

O método mais simples de avaliacdo da importancia das variaveis das variaveis explicativas
num modelo de Arvore de decisdo é através da observacao da propria arvore, na qual é possivel
perceber que as varidveis no topo da arvore apresentam maior importancia relativa. Para uma

mesma amostra, a copa da arvore sera sempre a mesma, porém para um modelo mais complexo,
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o grafico de arvore pode ser ajustado tal como é ilustrado pela Figura 5.1. A primeira questao
prende-se com o facto de RufeofLaw ser inferior a 88.45. Se “sim”, é posteriormente perguntado

se TradeFreedom é inferior a 80.75, se “ndo”, é perguntado se TradeFreedom é inferior a 85.95.

Se a segunda questdo for se TradeFreedom é inferior a 80.75, e a resposta for “sim”, entao €
posteriormente questionado se FiscalHealth é igual ou superior a 69.3. Se “sim”, entdo o PIBpc
esperado é de, aproximadamente, 8 975 ddlares e o ramo termina; se “ndo”, entdo o PIBpc é
17 162 ddlares aproximadamente. Se, por sua vez, TradeFreedom é igual ou superior a 80.75
entdo a terceira pergunta é se RufeofLaw ¢ inferior a 60.96. Se “sim”, entdo o PIBpc esperado €
aproximadamente 13 883 dolares, se “ndo”, entdo existe uma quarta pergunta. A quarta pergunta
consiste em definir se PublicDebt ¢ inferior a 37.475, se “sim”, entdo o PIBpc ¢ 19 338 dolares

aproximadamente, se “ndo”, entdo o PIBpc é 29 223 dblares aproximadamente.

Se a segunda questéo for se TradeFreedom ¢ inferior a 85.95 e a resposta for “sim”, entdo ¢é
posteriormente questionado se CurrentAccountBalance ¢ inferior a 6.25. Se “sim”, a quarta
questdo é se LaborFreedom é inferior a 31.71. Se a resposta for “sim” entdo o PIBpc esperado é
aproximadamente 26 483 dolares, se “ndo”, ¢é aproximadamente 35923 dOlares. Se
LaborFreedom é igual ou superior a 31.71 entdo o valor esperado do PIBpc corresponde a 44 647
dolares por aproximag&o.Se TradeFreedom € igual ou superior a 85.95, entdo a pergunta seguinte
é se TotalHealthSpending ¢ igual ou superior a 7.05, se a resposta for “sim” entdo a quarta
pergunta é relativo a TradeFreedom, caso contrario, é relativo a InvestmentFreedom. Se
TradeFreedom ¢é inferior a 8.46 entdo o valor esperado do PIBpc é aproximadamente 45288
ddlares, se for igual ou superior a 8.46, entdo o valor esperado é aproximadamente 63 040 ddlares.
Por sua vez, a quarta pergunta € se InvestmentFreedom é inferior a 92.5 e a resposta ¢ “sim”,
entdo o PIBpc é 77 268 ddlares, por aproximacao, se “ndo”, entdo o valor esperado do PIBpc é

aproximadamente 103 504 dolares anuais, em média, por pessoa.
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FIGURA 5.1: Diagrama de arvore.

Tendo em conta que a arvore completa é grande, é possivel utilizar a reducdo da soma dos
guadrados de cada divisdo para analisar quais as variaveis mais importantes do modelo. A
quantificacdo da importancia revela vantagens, em particular, quando a mesma variavel é
utilizada em vérias divisdes da arvore. Os valores sdo padronizados em relacdo a variavel
explicativa mais importante, cujo valor é 100, e posteriormente sdo pontuados com base na

reducdo da fungéo de perda. A Figura A.11 em Apéndice mostra os resultados obtidos.

As variaveis RuleofLaw, TotalHealthSpending, TradeFreedom, LaborFreedom e
InvestmentFreedom sdo identificadas como mais importantes em ambos os métodos. Existem
ainda  varidveis como  Governmentintegrity,  PropertyRights,  BusinessFreedom,
MonetaryFreedom e TariffRate que apesar de ndo constarem nas divisdes iniciais da arvore,

revelam importantes contribui¢es (Figura A.11) para a previsao sob o modelo de arvore.
5.3.2 Modelos black-box
XGBoost — eXtreme Gradient Boosting

Numa primeira fase, a compreensdo global de XGBoost considera 0 método cléssico de
importancia de cada varidvel. A Figura A.13 em Apéndice mostra os resultados obtidos para

Frequéncia, Ganhos e Cobertura.
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Através da analise dos graficos, Year é a varidvel utilizada com maior frequéncia, em
comparagdo a todas as outras variaveis. Contudo, em ganho e cobertura ndo revela uma

importancia significativa, encontra-se no nono e décimo terceiro lugar, respetivamente.

A varidvel RuleofLaw encontra-se no sétimo lugar das variaveis mais frequentes, revelando
ser ainda a variavel com maior ganho. Em termos de cobertura das observagdes, a varidvel

encontra-se na quinta posicao.

A variavel que revela um maior impacto numa por¢do significativa das observagdes é
ForeignDirectinvestment, isto €, com maior cobertura, e apesar ndo revelar um grande ganho, é

o terceiro no ranking da importancia face a frequéncia.

Nenhuma variavel encontra-se simultaneamente no Top 3 de todas as métricas, revelando
diferentes classificacOes entre as diferentes medidas e, consequentemente, nao possibilitando uma
comparacdo linear nem uma interpretacdo consensual sobre a avaliacdo das varidveis mais

relevantes.

A Figura A.12.c em Apéndice, obtida da aplicacdo do método de permutation feature
importance, apresenta as interacdes do modelo sobre a diminuigdo do desempenho do modelo.
GovernmentlIntegrity é a variavel identificada como a mais importante, uma vez que leva a um
aumento aproximado de 5 482 no REQM de previsdo do modelo apds a permutagdo dos valores
do regressor. A segunda e a terceira varidveis mais importantes sdo TotalHealthSpending e a
RuleofLaw com um aumento de 4 563 e 4 151, respetivamente, no REQM. Por oposi¢éo, as
variaveis com menor importancia sdo CountryName e Year com 0.57 aproximadamente, o0 que

permite constatar que a permutagdo destas variaveis envolve uma minima reducéo do erro.

O valor SHAP é um método alternativo que permite identificar a importancia das variaveis
baseando-se na magnitude das contribuicGes das regressdes para a previsdo. A variavel com maior
relevancia é Governmentintegrity. Também, PropertyRights, GovtExpenditure e RuleofLaw
revelam uma posi¢do forte no ranking de importancia, que vai de encontro com o obtido pelo

método de permutation feature importance, com exce¢do apenas de LaborFreedom.

Para a andlise dos efeitos marginais das variaveis mais importantes na previsdo do modelo
XGBoost, a Figura A.14. apresenta os graficos de dependéncia parcial (PDP) para as quatro
variaveis com maior valor médio SHAP, Governmentintegrity, PropertyRights, GovtExpenditure

e RuleofLaw.

Através da analise PDP, observa-se que o valor da previsdao do PIBpc é mais elevado nos
cenarios em que o indice para cada uma das quatro varidveis vai aumentando. Por outra palavras,

a previsdo é maior quando se verifica: (i) 0 aumento da integridade dos governos; (ii) 0 aumento
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da eficacia dos direitos de propriedade; (iii) o controlo das despesas governamentais; (iv) o
aumento da regulamentac&o. E possivel constatar a tendéncia crescente do indice de cada variavel

com o valor da previsao.
5.3.3 Interpretabilidade global entre modelos

A Tabela 5.3 apresenta uma sintese das cinco variaveis mais importantes para cada modelo.
A andlise do quadro permite-nos observar que Governmentintegrity, LaborFreedom,
PropertyRigths, RuleofLaw E TotalHealthSpending s&o variaveis consensuais em quase todos 0s

modelos, uma vez que séo definidas como importantes para pelo menos trés modelos.

PO- TFE- TR- XGB- XGB-

PFI PFI CFlI PFI SHAP
BusinessFreedom 50
CountryName 1°
CurrentAccountBalance 20
FiscalHealth
GovtExpenditure 3°
GovernmenttExpenditureEducation 50
Governmentlntegrity 40 20 10 1°
LaborFreedom 1° 40 3°
Population 20
PropertyRigths 3° 3° 50 20
RuleofLaw 1° 40 40
TariffRate 50
TotalHealthSpending 40 20 50
Year 3°

TABELA 5.3: Comparacéo das varidveis selecionadas mais importantes nos modelos.

De realcar que para XGBoost, Governmentlntergrity é a varidvel mais importante para ambos
0s métodos de interpretabilidade e corresponde a Unica variavel que corresponde simultaneamente
ao Top 5 de ambos os métodos. Relativamente ao método de valor SHAP, as trés variaveis com
maior importancia para o modelo black-box também sdo bastante relevantes para os modelos de

interpretabilidade natural.

Os modelos de interpretabilidade natural permitem uma compreensdo mais rapida e
mesuravel do impacto de cada variavel explicativa sobre os modelos, pelo que a interpretacéo

global ndo exige métricas adicionais fornecidas pelo modelo.
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Em oposicdo, os modelos black-box requerem maior esfor¢o para o calculo de métricas mais
profundas e complexas. Para além disso, verificam uma maior diversidade de métodos e métricas
de avaliacdo de importancia, o que s por si pode também constituir um fator de incerteza sobre
0 método mais adequado. Uma clara definicdo do objetivo da analise pode facilitar a escolha do
método a adotar, por exemplo analisar a contribuicdo de cada variavel na previsdo ou medir a
impacto de cada variavel na reducéo do erro. Apesar do objetivo parecer semelhante, cada método
concentra-se na andlise de um aspeto especifico, pelo que SHAP value e permutation feature

importance sdo, respetivamente, os métodos mais adequados para analise da previsdo e da perda

do erro.
PO- TFE- XGB-
PDP PDP PDP
Governmentintegrity (+) () +)
PropertyRigths €] ) +)
GovtExpenditure ) ) (+)
RuleofLaw (+) *) (+)
TotalHealthSpending +) ) (+)

TABELA 5.4: Sinal dos efeitos das variaveis mais importantes identificadas pelo SHAP.

Relativamente ao sinal dos efeitos obtido pelo método de PDP para as cinco variaveis mais
importantes segundo a metodologia SHAP (Tabela 5.4), conclui-se que, apenas o0s sinais para
PropertyRights e RuleofLaw s&o iguais entre os trés modelos. Para PO e XGB, os sinais relativos
a Governmentintegrity e TotalHealthSpending séo idénticos. A variavel GovtExpenditure
apresenta maior discordancia entre os modelos, e isso deve-se ao facto de as despesas publicas
serem, com peso e medida, uma variavel positiva e negativa face ao desenvolvimento econémico
de um pais. O resultado revela alguma concordancia com a teoria econémica, uma vez que, 0
aumento da confianca nas entidades governamentais, a eficacia dos direitos de propriedade como
apoio ao investimento privado, a melhoria da regulamentacéo, e, 0 maior controlo dos gastos
publicos e apoio ao setor da salde, sdo medidas que apresentam um impacto positivo na previsao
do PIBpc.
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CONCLUSAO

O principal objetivo deste trabalho consiste em comparar a relagdo entre qualidade de
precisdo e interpretacdo de modelos interpretaveis (modelo POLS, Time-fixed effects e Arvore de
decisdo) e um modelo black-box (Extreme Gradient Boosting). Este topico desperta grande
interesse para organizacfes financeiras e politicas, nacionais e internacionais, uma vez que a

previsdo do PIB tem um grande impacto nas decisdes e politicas a implementar.

Por meio da utilizag&o da base de dados Index of Economic Freedom, como principal fonte,
0 presente trabalho demonstra que o0 modelo XGBoost apresenta uma melhor precisdo preditiva,
tendo em conta o erro percentual absoluto médio. Apesar do modelo Time-fixed effecst ter um
menor erro face as restantes medidas de avaliagdo, o erro percentual absoluto médio € a métrica
que melhor se adequa aos dados, uma vez que, traduz a percentagem média do erro em relacéo a
grandeza efetiva das observacfes. Também, o ajustamento adequado dos hiperparametros
constitui uma vantagem do modelo XGBoost face aos restantes.

O presente trabalho, no que diz respeito a interpretabilidade global dos modelos, procurou
compreender o funcionamento interno de cada um dos modelos selecionados. Foram
implementados varios métodos de interpretabilidade dos quais destaco, Partial Dependence Plot
para POLS model e Time-fixed effects model, e a analise do diagrama para Arvore de decisdo.
Para XGBoost foram aplicados Permutation Feature Importance, SHAP values e ainda Partial

Dependence Plot.

A extracdo das regras de funcionamento dos modelos de interpretabilidade natural é mais
simples, ndo exigindo um grande esfor¢o adicional. Por outro lado, os modelos black-box revelam
maior precisdo, porém exigem maior esforco na compreensdo de métricas ndo observaveis e
bastante menos intuitivas. A aplicagdo de métodos de interpretabilidade garante maior
transparéncia e confianca através da desconstrucdo de modelos mais complexos. Deste modo,
obtemos estimativas de maior precisao e elevada interpretabilidade sobre os fatores inerentes a
variavel macroecondmica, proporcionando uma clara vantagem comparativa e maior eficacia das

politicas adotadas.
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APENDICE

Hyperparameter

Definition

Proposed setting

Learning rate

Shrinks the weights predicted by each tree. This is a fixed value
in order to avoid overfitting and thus make the model more con-
servative.

0.01,0.05,0.1, and 0.2

Minimum child weigh

Gives the minimum number of instances required in a child node.

If this value increases, it makes the model more conservative.

1,2,4and 6

Maximum tree dep

Indicates the maximum amount of edges between the root node
of a regression tree and its nodes. Increasing this value will make
the model more complex and more likely to overfit.

4 to 14 with step size 2

Subsample ratio of columns when constructing each tree. Sub-

Column sample percentage sampling will occur once in every boosting iteration. 0.5,0.9and 1
sample ratio of the training instances. Setting it to 0.5 means
that XGBoost would randomly sample half of the training data

Sub sample percentage 0.5,0.9and 1

prior to growing trees and this will prevent overfitting. Subsam-
pling will occur once in every boosting iteration.

Gamma

States the minimum loss reduction needed in order for a tree to
make a new split. If the value for gamma is higher, trees become
more shallow.

0 to 8, with step size 2

TABELA A.1: Hiperparametros XGBoost.

Input:

Trained model f
feature matrix X
target vector y

error measure L(y, f(X))

Process:

Estimate the original model error e,,;; = L(y, f(X)) (e.9. mean squared error)
For each feature j =1,...,p do:

Generate feature matrix X, by permuting feature j in the data X

Estimate error epem = L(y, f (Xperm)) based on the predictions of the permuted data

Output:

Calculate permutation feature importance PFI; = e”e’m/eorig. Alternatively, the difference

can be used: PFl; = eperm —

eorig .

Sort features by descending PFI;

TABELA A.2: Pseudocddigo do método permutation feature importance baseado em Fisher,
Rudin, and Dominici (2018).

Input:

the unique predictor values x11, x12, ..., x1k

Process:

fori € 1,2,...,k
copy the training data and replace the original values of x; with the constant x 4;
compute the vector of predicted values from the maodified copy of the training data
compute the average prediction to obtain f; (xy;)

Output:

the estimated partial dependence values f; (x11), fi (x12), ., fi (X1x)

TABELA A.3: Pseudocddigo baseado em Greenwell et al. (2001) para construgdo da
dependéncia parcial da carateristica x;.
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Lista de paises em analise:

Albania France Paraguay
Argélia Georgia Peru
Argentina Germany Philippines
Arménia Greece Poland
Austrélia Hungary Portugal
Austria Iceland Romania
Bélgica India Russia
Bolivia Indonesia Saudi Arabia
Botswana Iran Singapore
Brasil Ireland Slovakia
Bulgaria Israel Slovenia
Camardes Italy South Africa
Canada Jamaica Spain

Cabo Verde Japan Sweden
Chile Lithuania Switzerland
China Luxembourg Thailand
Coldmbia Mexico Tunisia
Costa Rica Moldova Turkey
Croatia Mongolia Ukraine
Czech Republic Morocco United Kingdom
Denmark Netherlands United States
Ecuador New Zealand Vietnam
Estonia Nigeria

Finland Norway

TABELA A.4: Lista de paises presentes nos dados de painel para a variavel CountryName.
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Lista de indicadores macroeconomicos:
Year - ano
CountryName — pais
Population — populacdo (milhdes)

Estado de direito:

PropertyRights — indice de direitos de propriedade
RuleofLaw — indice de eficiéncia juridica
Governmentintegrity - indice de integridade governamental

Tamanho do governo:

GovtExpenditure — indice de despesa governamental

GovernmentExpenditureEducation — despesa publica em educagdo (% PIB)
TotalHealthSpending — despesa publica em satde (% PIB)
GovtExpenditureEnvironmentalProtection — despesa publica em protecdo ambiental (% PIB)
TaxBurden — indice de carga fiscal

FiscalHealth — indice de satde fiscal

PublicDebt - divida publica (% PIB)

Eficiéncia requlamentar:

BusinessFreedom - indice de liberdade empresarial
LaborFreedom — indice de liberdade laboral
Unemployment - taxa de desemprego
MonetaryFreedom — indice de liberdade monetéria
Inflation - taxa de inflacdo

Abertura de mercado:

TradeFreedom — indice de liberdade comercial

CurrentAccountBalance - balanga corrente
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TariffRate - Taxa aduaneira

InvestmentFreedom — indice de liberdade investimento

FDI - investimento direto estrangeiro (% PIB)

FinancialFreedom — indice de liberdade financeira

TABELA A.5: Lista de variaveis explicativas incluidas nos dados de painel em estudo.
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FIGURA A.3.b: Evolucéo do indice de regulamentacdo de Portugal.
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FIGURA A.4: Evolucdo do indice de despesas governamentais de Portugal.
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FIGURA A.5.a: Evolucdo do indice de carga fiscal de Portugal.
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FIGURA A.5.b: Evolucdo do indice de saude fiscal de Portugal.
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FIGURA A.5.c: Evolucéo da divida publica (% P1B) em Portugal.
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FIGURA A.6.a: Evolucdo do indice de liberdade de negdcio de Portugal.
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FIGURA A.6.b: Evolucéo do indice de liberdade laboral de Portugal.
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FIGURA A.6.c: Evolucédo da taxa de desemprego em Portugal.
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FIGURA A.7.b: Evolucéo da taxa de inflacdo em Portugal.
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FIGURA A.8.a: Evolugdo da balanga conta corrente de Portugal.
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FIGURA A.8.b: Evolugdo do indice de liberdade comercial de Portugal.
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FIGURA A.8.c: Evolucgdo do valor da taxa alfandegaria de Portugal.
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FIGURA A.9.a: Evolucgdo do indice de liberdade financeira de Portugal.
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FIGURA A.9.b: Evolucéo do indice de liberdade de investimento de Portugal.
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FIGURA A.9.c: Evolugéo do investimento direto estrangeiro (% PIB) em Portugal.
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FIGURA A.10: Método de PDP aplicado a inflagéo.
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FIGURA A.11: Classical feature importance: POLS (esquerda) e Arvore de decisdo (direita).
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Feature Importance
created for the Linear Regression model
Linear Rearession

LaborFreedom
CurrentAccountBalance
PropertyRights
Governmentintegrity
GovernmentExpenditureEducation
TariffRate

TaxBurden
TradeFreedom
ForeignDirectinvestment
RuleofLaw
Unemployment

InvestmentFreedom

FinancialFreedom

GovtExpenditureEnvironmentalProtection

Population
PublicDebt
TotalHealthSpending
Inflation

BusinessFreedom

GovtExpenditure

MonetaryFreedom
FiscalHealth
Year

CountryName

9000 10000 11000
Root mean square error (RMSE) loss after permutations

Feature Importance
created for the Fixed Effect Regression model
Fixe i

CountryMName
Population

Year

LaborFreedom
TradeFreedom
GovtExpenditureEnvironmentalProtection
TaxBurden
TotalHealthSpending
PropertyRights
CurrentAccountBalance i
InvestmentFreedom
Governmentintegrity 1
GovernmentExpenditureEducation
PublicDebt
MonetaryFreedom
Unemployment 4
FinancialFreedom i
FiscalHealth i
BusinessFreedom
RuleofLaw

TariffRate

ForeignDirectinvestment 1

Inflation 1
GovtExpenditure i

10000 20000 30000
Root mean square error (RMSE) loss after permutations
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Feature Importance
created for the XGBoost model
XGBoost
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FIGURA A.12: Permutation feature importance: POLS (cima (a)), Time-fixed Effects (meio (b))
e XGBoost (baixo (c)).
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FIGURA A.13: Feature importance aplicado ao modelo XGBoost: frequéncia (cima (a)), ganho
(centro (b)) e cobertura (baixo (c)).
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FIGURA A.14: Método PDP nos trés modelos para as cinco variaveis mais importantes segundo
0 método SHAP values para XGBoost: PO (esquerda), TFE (centro) e XGB (direita).
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