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Resumo

O presente trabalho tem como objetivo descrever as atividades realizadas durante o
estagio efetuado na empresa Quidgest. Esta ¢ uma empresa localizada em Lisboa, que
atua na area de informatica e software. O estagio desenvolveu-se entre 19 de Outubro de
2015 a 31 de Janeiro de 2016.

Este trabalho final de mestrado teve como objetivo o desenvolvimento de uma
ferramenta/programa de analise de mercado na empresa Quidgest. Este projeto envolveu
a implementagdo computacional de diversos métodos de anélise de dados e foi realizado
por etapas, resultando num processo complexo. Foi utilizado para a criacao do programa,
o software Excel e como linguagem de programacao, o Visual Basic for Applications
(VBA).

Tendo a empresa a necessidade de estudar as suas diversas vertentes de negocio e deste
modo preparar a melhor estratégia a nivel interno e externo, optou-se inicialmente por
extrair e identificar as informagdes presentes no banco de dados da empresa. Para isso,
foi utilizado um processo conhecido na analise de dados denominado por Extracdo de
Conhecimento em Bases de Dados (ECBD). O maior desafio na implementacdo deste
processo deveu-se ha grande acumulacdo de informacdo pela empresa, que se foi
intensificando a partir de 2013.

O processo de ECBD desenvolve-se em diferentes fases. A extragdao da informagao dos
dados ¢ feita na base de dados da empresa denominada por Quigenio. Das fases do
processo de ECBD, a que tem maior relevancia ¢ a fase Data mining, onde ¢ feito um
estudo das varidveis caracterizadoras necessarias para a analise em foco. Nesse estudo
deu-se relevancia a correlagdo entre as varidveis € a importancia que estas representam

para a analise pretendida pela empresa.

il



Foi escolhida a técnica de analise cluster da fase de data mining para que que toda anélise
possa ser eficiente, eficaz e se possa obter resultados de facil leitura. Apds o
desenvolvimento do processo de ECBD, foi decidido que a fase de data mining podia ser
implementada e automatizar uma das suas técnicas de modo a facilitar um trabalho futuro
de uma analise realizada pela empresa. Para implementar essa fase, utilizaram-se técnicas
de andlise cluster e foi desenvolvida uma interface grafica (programa em vba/excel)
centrada no utilizador, para que a empresa pudesse usufruir do presente, sem ter de lidar
com a complexidade envolvida. A interface grafica criada e implementada ¢ compativel
com o software usado pela empresa e pelas capacidades técnicas dos seus recursos.
Podera constituir uma mais-valia para a organizagao, esperando que possa vir a ser
instrumento de trabalho futuro onde a ferramenta podera ser melhorada e aproveitada.

Para testar o programa criado foi utilizado um caso concreto da empresa. Esse estudo
consistiu em determinar quais os atuais clientes que mais contribuiram para a evolugao
da empresa e as variaveis que caracterizaram melhor esses clientes nos ltimos 3 anos de
2013 a 2015. Aplicando o caso referido no programa criado, obtiveram-se resultados e
informagdes que foram analisadas e interpretadas. Com essas analises verificou-se a
eficiéncia do programa e da técnica utilizada, dando assim um contributo para a criagao
de um conjunto de ferramentas capazes de auxiliar a empresa na definicdo de futuras

estratégias de negdcio.

Palavras-chaves: Quidgest; Excel; VBA; ECBD; Quigenio; data mining; analise cluster;
interface grafica; software
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Abstract

This work aims to describe the activities performed during the internship accomplished
in Quidgest company. This is a company located in Lisbon of IT and software area. The

internship were carried out during the period of 19 October 2015 to 31 January 2016.

This final work of master had as objective a development of a market analysis tool in
Quidgest Company. This project involved the computational implementation of several
methods of data analysis and was done through several steps, creating a complex process.
It was used for the criation of the program the Excel software and with a programming

language, Visual Basic of Applications (VBA).

Having the company the need to study several aspects of the business in order to prepare
a better strategy internally and externally, it was decided to extract and identify the
information contained in the company's database. It was used a process known in the data
analysis by Knowledge Discovery in Databases (KDD). The biggest challenge in
implementing this process was the large accumulation of information in the company,

which has been intensifying since 2013.

The process of Knowledge Discovery in Databases developed in different phases. The
extraction of data information is made in the company’s databases that is Quigenio. About
stages of process KDD, which is most relevant is data mining, where the characterizing
variables needed for analysis in focus were studied. From the study of these variables, we
gave importance the correlation between them and the importance of the characterizing

variables had to study elements.



It was decided from the data mining phase to used cluster analysis techniques so that any
analysis can be efficient, effective and can get results easy to read. After the development
of KDD process, it was decided that the data mining phase could be automated to facilitate
future work of an analysis carried out by the company. To automate this phase, we used
cluster analysis techniques and a graphical interface was developed in vba / excel user-
centered, so that the company could take advantage of this, without having to deal with
the complexity involved. The created and implemented graphical interface is compatible
with the software used by the company and the technical capabilities of its resources. It
could be an asset to the organization, hoping that might be future working tool where the

tool can be improved and used.

To test the created program we used a case of the company. This study has gone through
see what current costumers that most contributed for the evolution of the company and
the variables that best characterize these customers in the last three years from 2013 to
2015. After being made the analysis of the results by cluster analysis technique that
created program holds in its programming, were withdrawn conclusions initially if the
program worked well and if it was efficient. Subsequently, were analyzed and interpreted

these information of analysis from created program.

Applying that case on created program, we obtained results and information that were
analyzed and interpreted. With these analyzes it was verified the efficiency of the program
and the technique used, thus giving an contribute to the creation of a set of enterprise

capable of assisting in the definition of future business strategies tools.

Keywords: Quidgest; Excel; VBA; KDD; Quigenio; Data mining; Cluster analysis;

Graphical interface; Software
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Introducao

Na sociedade atual verifica-se um grande aumento da quantidade de dados armazenados
em meios tecnologicos. Alguns estudos mostram que em média a cada 20 meses as
empresas no mundo dupliquem o volume de dados acumulados nos seus computadores
[3]. Com o aumento do volume de dados, a anélise feita pelos especialistas s6 se tornou
vidvel com o uso de software e tecnologias, podendo assim haver uma melhor gestao das

bases de dados e ter uma melhor eficiéncia das analises feitas [1].

O grande desenvolvimento de software acontece, pois o uso dos computadores tem
aumentado bastante, como também as diversas areas do conhecimento humano. Com o
aumento das bases de dados, houve uma maior procura de solugdes que automatizem
diversos processos. Essa automatizagdo tem como objetivo melhorar a qualidade de

diversas ferramentas e aumentar a produtividade em diversas areas.

As instituicdes detendo muita informagdo gravada nas bases de dados, deparam-se com
outro problema que ¢ a auséncia de conhecimento concreto desses dados sem nenhuma
conclusao relevante. Consequentemente, aparece a necessidade de se analisar as bases de
dados para extrair conhecimento, para serem tomadas decisdes importantes e verificar a
evolugdo de certas varidveis e areas da empresa. Essa necessidade foi o objetivo essencial
do estagio realizado, onde se exigiu que fosse feita uma andalise dos dados, de modo a

responder certas questdes e a obter informagdes relevantes sobre o negdcio da empresa.

A informacao retirada das bases de dados ¢ adquirida através de um processo estruturado
que transforma os dados brutos em conhecimento, denominado por extragao de
conhecimento em bases de dados. O processo de extracdo de conhecimento em bases de

dados (ECBD) passa por diversas fases na procura de informagdes existente nas bases de



dados. Das fases desse processo vai-se dar mais atencao a fase de data mining, por ser a
fase com maior desenvolvimento atualmente e requer estudos mais aprofundados devido

a complexidade de algumas das suas técnicas.

Algumas técnicas usadas na fase de data mining sdo: a associacao, classificagao, analise
cluster!, previsdo, entre outras. Neste TFM a técnica que se vai abordar sera a andlise
cluster. A andlise cluster tem varios métodos que tém sido utilizados em muitas
aplicagdes, tais como reconhecimento de padrdes, analise de dados, processamento de
imagens e pesquisa de mercado [7]. Na Quidgest existe diversas formas de utilizar essa

analise cluster mas ¢ feita de forma empirica por experientes trabalhadores.

Foi feito um estudo da técnica andlise cluster, referindo alguns dos seus métodos e
algoritmos respetivos. Dos métodos e algoritmos apresentados descreveu-se a razao da
escolha do método e algoritmo que se achou mais eficiente para o estudo e fez-se uma
demonstragdo de um caso especifico, aplicando-se o método e algoritmo escolhido.
Escolhendo o método e algoritmo mais apropriado criou-se um programa de analise
cluster. O programa foi criado para dar contributo importante e que futuramente pudesse
ser vantajoso na andlise a base de dados existente. O programa permite ler uma base de
dados, onde o utilizador ¢ que coloca as variaveis que necessita e os respetivos elementos
de estudo. O programa foi implementado e estruturado em VBA/Excel contento uma
folha de insercdo dos dados para estudo e cinco folhas de resultados. O programa criado
permite que haja uma analise cluster das bases de dados, sem que a empresa necessite de
se preocupar com toda a complexidade computacional existente. Por fim, foi realizado

um estudo de um caso concreto da empresa. O caso de estudo consistiu na analise dos

! Um cluster é um conjunto de elementos agrupados entre si por uma similaridade num grupo homogéneo.



clientes que a empresa detém, para encontrar o peso destes na evolu¢do da empresa nos

anos de 2013 a 2015 e respetiva interpretacao de resultados.

Capitulo 1: Quidgest e o seu funcionamento

A empresa Quidgest foi criada em 1988. E uma empresa de origem nacional, de
consultoria e desenvolvimento de sistemas de informacdo de gestdo que aposta na
investigacao em engenharia de software. Tem empresas constituidas em Portugal, Timor-
Leste e Mogambique, tendo a Quidgest investido com grande sucesso na
internacionalizagdo das suas atividades [17]. A empresa tem atualmente cerca de 85
colaboradores. As suas principais areas funcionais sao: gestao da Quidgest, investigacao
& desenvolvimento, a area de marketing & comunicacdo, gestao patrimonial, gestdo de
recursos humanos, gestdo financeira, gestao bancaria, gestao documental e processos de
negocio, gestao de sistemas de saude, projetos especiais e consultoria de negocio nacional

e internacional. [19]

1.1 Plataformas

Existem trés grandes plataformas de trabalho e funcionamento da empresa de modo a ter
um controlo de gestdo da empresa. As plataformas de maior importancia sao o Genio, o
BSC e o0 Quigenio. Numa primeira abordagem tentou-se perceber como se trabalhava com

essas plataformas. [19]

1.1.1 Genio
O Genio ¢ uma plataforma de geragdo automatica de codigo desenvolvida pela Quidgest
desde 1991. Tem como objetivo aumentar a produtividade do desenvolvimento de

software, reduzindo o tempo de realiza¢do de cddigo. Permite a producdo de um milhdo



de caracteres de codigo por segundo. E com esta plataforma que a empresa trabalha

realizando assim os varios programas pedidos pelos seus clientes.

1.1.2 BSC

A ferramenta Balanced Scorecard (BSC), tem como objetivo definir a relagdo causa-
efeito entre agdes e as medidas de avaliagao de desempenho, interligando os diferentes
key performance indicators (KPI's) definidos de forma a implementar a estratégia
empresarial feito com um mapa estratégico. Os KPI's sdo indicadores de desempenho,

fundamentais e determinantes para alcancar os objetivos estratégicos da organizacao. [16]

1.1.3 Quigenio

A plataforma Quigenio ¢ uma ERP?. Nesses sistemas costumam haver alteragdes
constantes. No Quigenio estd armazenado as informagdes sobre a empresa. As principais
dificuldades do ERP e consequentemente no Quigenio referem-se a atualizagdo constante

dos dados do sistema mas tendo sido melhorado nos tltimos tempos.

1.2 Tarefas na empresa no decorrer do estagio

No decorrer do estagio e a pedido da Quidgest, definiram-se 5 objetivos gerais e foi feita
a escolha de um objetivo mais especifico. O objetivo mais especifico seria verificar quais
os clientes que nos ultimos 3 anos, de 2013 a 2015, contribuiram para a evolu¢ao da

empresa. Esse objetivo, seria a solu¢do do primeiro ponto dos 5 objetivos gerais.

2 ERP do inglés Enterprise Resource Planning, é um sistema de informagdo integrado de gestdo
empresarial. Pode ser vista como uma grande base de dados onde se armazenam informagdes que interagem
e se realimentam entre si. [18]



1.2.1 Objetivos gerais
Os objetivos gerais definidos para o estagio foram:

e Analise de variaveis da plataforma Quigenio.

e Estudo das competéncias e formagdo dos técnicos.

e Estudo das tarefas de desenvolvimento, onde ¢ feito um estudo aprofundado das
oportunidades de projeto, das estimativas de orcamentacao.

e Estudo das tarefas de investigagdo, do departamento investigagdo &
desenvolvimento (Genio) da empresa, onde existe uma grande dificuldade de
contabilizar o valor dos seus projetos, atividades e trabalho para a empresa.

e Estudo dos incidentes onde existe imprevisibilidade e “relacdo” com o cliente.

Requer um estudo do tratamento dos incidentes e razdo do aparecimento destes.

1.2.2 Soluc¢des para os objetivos gerais

De modo a cumprir as tarefas gerais definidas para o estagio e posteriormente alcangar o
objetivo mais concreto, foi elaborado um estudo prévio. Com o decorrer do estagio, o
conhecimento que foi adquirido da empresa, permitiu encontrar algumas solug¢des para os

problemas identificados:

e Para a andlise de variaveis a solu¢do encontrada passou por um estudo mais
intensivo, onde foi criada uma base de dados fidedigna e segura com certas
variaveis. Essa base de dados foi criada usando o software VBA/Excel aprendida
na disciplina de computagdo do mestrado. Utilizando a informagdo existente na
base de dados criaram-se algumas estatisticas usando os conhecimentos da
disciplina analise de dados. Também foram criadas tabelas de forma estruturada
de maneira a construir graficos para se poder comparar variaveis de diferentes

departamentos ou tipos de projetos.



No estudo das competéncias e formacao dos técnicos foram realizados inquéritos
na empresa para aferir as competéncias e formacao dos trabalhadores. Tendo as
competéncias de cada técnico, o nivel dessas competéncias e as competéncias
necessarias para cada projeto, podera responder-se a questdes tais como: quais 0s
melhores técnicos para a realizagdo de cada projeto tendo em conta certas
restrigdes. Este problema pode ser formalizado usando o staffing problem ou mais
conhecido em investigagdo operacional como assignment problem de modo a
tornar eficiente a escolha de afetagdo dos técnicos aos projetos.

No estudo das tarefas de desenvolvimento foi feita uma andlise de quais as
questdes que seriam importantes, existindo uma analise de todo o processo desde

o inicio da oportunidade de projeto até a finalizagao de um projeto.

No estudo das tarefas de investigacdo ndo se conseguiu encontrar uma solucao
concreta devido a dificuldade de encontrar um valor acrescentado ao trabalho

realizado pelo departamento Génio.

No estudo dos incidentes, a solugdo passaria por criar uma espécie de central de
triagem no aparecimento de um incidente, para melhorar a rapidez de resolucao.
Essa central de triagem foi implementada na plataforma Quigenio de maneira

estruturada, onde cada incidente teria um “ranking” para ser resolvido.



Capitulo 2: Analise de bases de dados

Na obtencdo de informagdes relevantes das bases de dados, utilizou-se um processo

eficiente designado por extragdo de conhecimento em bases e dados.

2.1 Extracao de conhecimento em bases de dados

O processo de extragio de conhecimento em bases de dados foi denominado por Fayyad?
em 1989. Esse processo tem diversas fases iterativas que permite obter conhecimentos

das bases de dados [4].

O processo de ECBD tem como objetivo extrair informacao de certos dados e, através
disso, conseguir retirar conclusdes relevantes. No processo de ECBD ¢ necessario tragar
um objetivo concreto que se quer estudar ou um problema que se quer solucionar. Para
que o processo seja eficiente, a informacao retirada terd que ser compreensivel e Util para
quem esta a analisar, o que implica um grande tratamento da base de dados em estudo. O
processo ECBD passa por varias fases até se conseguir retirar algum conhecimento dos
dados. Essas varias fases sdo atividades interligadas, cada uma com a sua importancia no
processo. Essas fases sdo: selecdo dos dados, processamento dos dados, transformacao de
dados, Data mining e interpretagao dos resultados obtidos.

A figura 1 ilustra essas fases existentes no processo de ECBD:

3 Usama M. F ayyad nasceu a julho de 1965 na Tunisia tendo atualmente a nacionalidade americana. E
analista e pioneiro no estudo de analises de dados e bases de dados.
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Figura 1: Fases do processo de extracdo de conhecimento em bases de dados

Ao longo do processo podera haver intersegao entre fases, onde os resultados conseguidos
numa fase poderdo ser utilizados para aperfeicoar e complementar os resultados de fases
seguintes. Assim mostra que o processo de ECBD ¢ iterativo, procurando aperfeigoar os
resultados a cada iteragdo. As fases tém diferencas relativamente ao tempo e esforco

necessario. Cada uma dessas fases ¢ descrita de seguida.

2.1.1 Selecao dos dados

Esta primeira fase do processo ECBD consiste na extragdo de dados, dando inicio ao
processo iterativo. A extracdo de dados ¢ feita com a escolha das varidveis
caracterizadoras e elementos mais significativos para se realizar o estudo. Um dos
problemas existente nesta fase ¢ a quantidade de varidveis que se escolhe, onde existem
opinides opostas de diversos analistas. Alguns analistas pensam que um aumento do
numero de varidveis permite obter uma melhor andlise e divisdo dos clusters. Outros
acham que esse aumento do niimero de varidveis leva a uma analise mais fraca e a uma
divisdo dos clusters de forma ineficiente. A fase da selecdo dos dados ¢ importante, pois
permite otimizar o tempo de processamento que existira nas fases seguintes. Nesta fase
procura-se reduzir o niumero de varidveis, utilizando apenas aquelas com maior ligacao

aos elementos em estudo.



2.1.1.1 Classificacao de variaveis

Em relacdo a classificacdo das varidveis que podem ser utilizadas, estas podem ser do
tipo qualitativo ou quantitativo. As variaveis qualitativas sdo as varidveis que nao
possuem valores quantitativos e sdo representadas por categorias ou por uma
classificagdo. As varidveis qualitativas estdo divididas em nominais ou ordinais. As
variaveis nominais sdo aquelas que nao t€ém ordenagdo entre as categorias como por
exemplo o sexo (masculino, feminino). Nas variaveis ordinais existe uma ordem nas

categorias e nos valores viaveis como por exemplo a escolaridade (1%, 2* classe).

As variaveis quantitativas sdo variaveis que assumem valores numéricos. Estas varidveis
podem ser divididas em continuas ou discretas. As varidveis continuas assumem valores
continuos ou reais no qual os fracionarios também pertencem, como por exemplo o peso,
altura e idade. As variaveis discretas apenas assumem valores finitos ou infinitos
contaveis no qual so pertencem os valores inteiros como por exemplo o nimero de filhos,

o numero de empregados ou o numero de titulos do Benfica.

2.1.2 Processamento dos dados

A fase de processamento dos dados tem como objetivo garantir a qualidade dos dados
escolhidos, para que a informagdo seja relevante, Util e consiga responder ao problema
proposto. Nesta fase faz-se uma eliminagio de dados duplicados, tratamento de outliers®,

eliminagdo de valores inexistentes das variaveis, entre outras.

2.1.3 Transformacio dos dados
Esta fase podera ser vantajosa para a fase seguinte que ¢ a fase de data mining porque

permitird ultrapassar algumas limita¢des existentes quer de espaco de memoria quer de

4 Qutliers sdo valores fora do esperado para uma variavel que podem implicar mudangas no estudo € na
analise.



tempo de processamento. Nesta fase existem iniumeras técnicas usadas para atingir essa
melhoria. Essas técnicas passam por uma redug¢do dos dados, utilizar amostras
representativas dos dados, reduzir o nimero de variaveis caracterizadoras de modo a ficar
sO com as variaveis mais significativas ou transformar os dados de valores continuos para

discretos.

2.1.4 Data Mining

A fase data mining ¢ uma das fases mais importantes do processo de ECBD, devido a
capacidade dessa fase de conseguir retirar informagao com relevancia da base de dados
de acordo com o objetivo pedido. Esta fase ¢ muito importante para encontrar tendéncias

e padroes e relevante para a tomada de decisdo em termos de organizagdo e gestao.

2.1.4.1 Conceito:

Data mining € o processo de analisar bases de dados de modo a identificar certos padroes
entre varidveis para formar grupos ou subconjuntos desses dados. Na fase data mining
utilizam-se diversas ferramentas e técnicas. Com essas técnicas ¢ analisado um conjunto
de dados, podendo assim encontrar padrdoes nesses dados que revelardo informacdes
importantes. Essa informagdo pode ser apresentada de diversas maneiras tais como:
clusters, hipoteses, regras, arvores de decisdo, grafos, ou dendrogramas. Para que esta
fase de data mining seja eficaz e eficiente requer que as fases de sele¢ao, processamento
e transformacdo dos dados sejam bem conseguidas. Portanto, ¢ essencial a remogao de

ruidos, redundancias e ter as bases de dados organizadas.

2.1.4.2 Tipos de informacao obtidos com data mining
Com o uso da data mining, ¢ possivel descobrir informagdes relacionadas com

associagoes, sequéncias, classificagdo, analise cluster ou previsdes.
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Associagdes: sdo padrdes frequentes entre conjuntos de dados que detém uma
certa correlacdo e associagdo. Por exemplo: num estudo de mercado de
supermercados em que na compra de batatas fritas, o cliente compra em 50% das
vezes um refrigerante de tipo fanta. Essas variagdes econdomicas muitas vezes
estudadas detém informagdes relevantes que auxiliam na tomada de decisdo para
atingir melhorias em termos de produtividade, rentabilidade do stock e criacdo de
eventuais promogdes nos supermercados.

Sequéncias: sdo acontecimentos que ocorrem sequencialmente ao longo do tempo.
Exemplo: apds a compra de um apartamento, duas semanas depois estima-se que
70% das vezes ¢ comprado uma televisdo e um més depois 30% das vezes ¢
comprado um guarda-roupa. Pode ser util descobrir padrdes sequenciais para
campanhas de marketing, institui¢des de investimentos financeiros, mercado
imobilidrios entre outros.

Classificacdo: € o processo que permite encontrar um conjunto de modelos que
descrevem e distinguem classes ou conceitos de elementos. Exemplo: num banco
existe o registo dos clientes do histdrico de créditos tendo-se classificado como
mau, médio ¢ bom. Dai ¢é criado um modelo de classificagdo de clientes através
do historico de crédito onde a classificagdao “bom” seria atribuida aos clientes com
uma taxa de débito menor que 10%. Assim essa regra poderia ser utilizada para a
classificacdo e reconhecimento desses padrdes.

Anadlise cluster: consiste em identificar, classificar e agrupar os elementos
existentes nos dados que ainda ndo estdo definidos. Exemplo: pode-se aplicar a

técnica de analise cluster na base de dados de um supermercado para se identificar
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os grupos homogéneos de clientes que o supermercado tem dependendo de
diferentes variaveis.

e Previsdo: esta técnica € um pouco diferente das anteriores, uma vez que nao tem
como objetivo identificar e classificar elementos, mas sim estimar e prever valores
das varidveis do estudo. Consegue-se essa previsdo através da identificacao de
padrdes e tendéncias nos dados. Exemplo: Permite estimar um valor futuro das
vendas de um supermercado analisando tendéncias e padrdes das vendas.

Os tipos de informacgado que se podem obter com data mining levam a que analise de dados
consiga identificar e retirar conclusdes sobre padrdes, tendéncias ou outras informagdes
relevantes. Dos tipos de informagao possiveis decidiu-se dar mais énfase a analise cluster

devido a necessidade da empresa de encontrar padrdes de grupos homogéneos.

2.1.5 Interpretacgiao

A interpretagdo dos dados é uma fase critica no processo da ECBD. E uma fase em que é
essencial a avaliacdo dos resultados por parte do analista ou das pessoas que tomam as
decisdes das institui¢des, podendo ter que se repetir todo o processo de ECBD ou alterar
as técnicas de algumas fases dependendo da qualidade dos resultados ou da informagao
que se obteve. As técnicas e o processo de ECBD s6 tém efeito se os resultados tiveram
as caracteristicas de compreensibilidade e importancia levando a que se consiga cumprir

0 objetivo proposto.
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Capitulo 3: Analise Cluster

Neste capitulo descrevem-se alguns métodos de analise cluster e respetivos algoritmos.
Sera analisado qual dos métodos ¢ o mais eficiente para o estudo que se pretende elaborar

neste TFM.

A andlise cluster ¢ um processo de particdo ou aglomeracdo de uma populacdo com
elementos heterogéneos, tendo varidveis caracterizadoras em varios subgrupos mais
homogéneos. No processo de analise cluster a particdo ou aglomeragao ¢ feita de acordo
com uma similaridade na qual se faz a distin¢do entre os elementos. Para uma maior
eficiéncia na analise cluster, os clusters resultantes da analise devem ter uma elevada
homogeneidade interna (dentro dos clusters) e uma elevada heterogeneidade externa

(entre os clusters) [5].

3.1 Medidas de Similaridade

A medida de similaridade ¢ importante para a defini¢do dos clusters em qualquer dos
métodos existentes e técnicas de andlise cluster. Existem diversas medidas de
similaridade e a sua escolha deve ser feita de acordo com a natureza dos dados e o
tamanho destes. A similaridade pode-se subdividir em semelhanca ou dissemelhanga.
Semelhanga mede o grau de proximidade entre os elementos. A dissemelhancga reflete o
grau de diferenca ou distdncia entre dois elementos. Em geral no célculo da
dissemelhanca entre dois elementos, utiliza-se uma medida de distancia definida no
espago de caracteristicas. As medidas de similaridade entre elementos sdo medidas

quantitativas.
Dados quaisquer elementos x, y € z, uma medida de similaridade deve seguir estas regras:

1. d(x,y) >0, as distancias sa3o nimeros nao negativos.
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2. d(x, x) =0, a distancia de um elemento a si proprio € zero.

3. d(x, y) = d(y, X) (simetria), a distancia entre dois elementos ¢ independente da
ordem.

4. d(x, z) <d(x,y) +d(y, z), conhecida por desigualdade triangular, especifica que a

menor distancia entre dois pontos ¢ uma reta.

Destacam-se as seguintes medidas de similaridade. [20], [21], [22]

3.1.1 Distancia Euclidiana

A distancia euclidiana entre dois elementos X = [Xi, X2, ..., Xp] € ¥ = [Y1, Y2, ..., Y], €
definida por:
dxy) = oI ¥ 3R T T Gr R = TG 9

Exemplo: x=(3,4)ey=(1,2)

dxy)=/(B—1)% + (4—2)% =8 ~2,83

3.1.2 Distiancia de Manhattan

Considerando a notacdo anterior a distdncia de Manhattan ¢ definido por:

dx,y)=lx; —y1| + 122 —y2l + o + |xp —ypl =221 | % — ¥4l

Exemplo: utilizando os pontos do exemplo anterior, temos:

dx,y)=13-1|+[4-2|=2]|+]|2]=4
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3.1.3 Distancia de Chebychev

A distancia de Chebychev ¢ definida por:

d(x,y) = maximo {|x1 =yl lx =y e |xp — YP|}

Exemplo: Considerando os pontos x = (9,5) e y = (2, 4), a distancia Chebychev sera
dix,y)=maximo (|9 —2|,|5—-4])=19—-2|=1|7|=7

3.1.4 Comparacao entre as Medidas de similaridade

._LZ
| I

Figura 2: Posi¢do relativa de pontos a distancia unitaria de um outro ponto O

L1- Manhattan, L.2- euclidiana, Lo~ Chebychev
A figura 2 mostra a distancia unitaria ao ponto O em relagdo a distancia utilizada. [20]

Das medidas de similaridade apresentadas foi escolhida a distdncia euclidiana para

realizar a analise cluster.

A anadlise cluster pode ser implementada usando 2 tipos de métodos: hierarquicos e nao-
hierarquicos.
3.2 Métodos Hierarquicos

O método hierarquico origina sucessoes de clusters progressivamente mais abrangentes
(métodos aglomerativos) ou menos abrangentes (métodos divisivos) que leva a que os

clusters sejam formados em etapas sucessivas. No método hierdrquico ndo é necessario
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definir-se o numero de clusters inicial mas se um elemento entra num cluster nao podera

mais o abandonar. Neste método usa-se uma matriz de dados ou de similaridade. [22]
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Figura 3: Exemplo de uma matriz de similaridade

Os diferentes clusters, nos métodos hierarquicos, sao normalmente representados por um
diagrama bidimensional denominado por dendrograma. O dendrograma ¢ uma
representacdo grafica do processo de criacdo dos clusters. Cada ramo representa um
elemento e a raiz representa a aglomera¢do de elementos. O dendrograma permite
identificar os clusters agrupados ao longo de todo o processo (tracejado vertical) e

observar o incremento nos valores da distancia entre os clusters (tracejado horizontal).

DISTANCA

‘ - - - - - - - - - - - - - - - - - - - - - &
Figura 4: Exemplo de um Dendrograma

Da representagdo do dendrograma consegue-se retirar informacgdes acerca da estrutura de

dados fazendo um corte horizontal no dendrograma.
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3.2.1 Métodos Aglomerativos

Os métodos aglomerativos sdo os métodos hierarquicos mais utilizados. Este método
comeca com cada elemento no seu proprio cluster e a cada iteracao vai-se aglomerando
esses elementos, finalizando o método quando existir uma aglomeragao de todos os
elementos num so cluster ou quando o utilizador impor uma paragem. Essa aglomeragao
progressiva ¢ feita através de uma medida de similaridade e um algoritmo deste método.

Os métodos aglomerativos sao:

1) Me¢étodos de ligagao: onde existe a ligagdo simples (single linkage) conhecido
como método do vizinho mais proximo ou distancia menor, ligagdo completa
(complete linkage) que ¢ o método do vizinho mais afastado ou distancia maior,
ligacdo média (average linkage) que passa por uma ligacdo através da distancia
média e ligacao pela mediana (median linkage).

2) Me¢étodo de centroide

3) Me¢étodos de soma de erros quadraticos ou variancia (método de Ward).

Os métodos aglomerativos possuem uma desvantagem bastante significativa, devido ao
facto de serem inexequiveis para grandes bases de dados pois tém alta complexidade
computacional. O método aglomerativo tem uma complexidade de tempo da ordem de O
(n’logn) e a complexidade de espago da ordem de O (n?), onde n é o niimero de elementos
[7]. De modo genérico, os métodos aglomerativos utilizam um algoritmo padrao,
conforme descrito na figura 5. A diferenga entre os métodos ocorre no terceiro passo pois
pode ndo ser a menor distdncia mas outro tipo de distancia, onde a fun¢do distancia ¢

definida de acordo com cada método.
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Entrada: Uma base de dados com N elementos.

Saida: Um conjunto de grupos.

l. Iniciar com N grupos, contendo um elemento em cada
grupo e uma matriz de similaridade Dyxy:

2. Repetir;

3. Localizar a menor distancia dg, (maior
zimilaridade) :

4, Atualizar a matriz D, retirando o5 elementos U e
v

- Atualizar a matriz D, adicionando as novas

distancias do grupo (U,V):;
6. Até V-1, quando todos elementos estariio em um unico grupo,

Figura 5: Algoritmo de métodos aglomerativos

3.2.2 Métodos Divisivos

O método divisivo comega com a existéncia de um unico cluster e a cada iteragdo vai-se
dividindo em clusters mais pequenos até existir uma paragem ou até que o numero de
clusters seja igual ao nimero de elementos existentes. O método divisivo de forma geral
funciona de maneira oposta aos métodos aglomerativos. Na figura 6 estdo representadas

as diferentes iteragcdes e a comparagdo entre o método aglomerativo e o método divisivo:

(=] Aglomerativo
| e —
N ,( n
A a,D
=y " — - p—
by ——— abcde )
=) .\ J
e "—--_'N
4 Cde |
— " —
—
Ma}-
(9 P 4

Davisivo

Figura 6: Método aglomerativo e divisivo

Analisando a figura 6 consegue-se verificar que o método divisivo exige mais iteragoes
do que o método aglomerativo. O método divisivo ¢ fundamentado pela logica de que
todas as partigoes dos elementos ¢ feita em dois clusters até¢ que o nimero de clusters seja
igual ao nimero de elementos ou que exista uma paragem pelo analista. Essa logica leva
auma complexidade de tempo da ordem de O (2"). Este nimero cresce exponencialmente
a medida que n aumenta, sendo n o nimero de elementos, tornando o método inexequivel

numa implementacao computacional para grandes bases de dados.
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3.3 Escolha do niimero de clusters

Dos diversos problemas da analise cluster, um dos que possui varios estudos ¢ a escolha
do numero de clusters. Nos métodos hierarquicos essa escolha so6 ¢ feita no fim do método
e € preciso analisar a representacao dos resultados num dendrograma, utilizando a técnica
de corte. Nos métodos nao-hierarquicos a escolha do niumero de clusters ¢ feita no inicio
do estudo. Essa escolha no inicio provoca muitas dificuldades ao analista, pois a partida

nao conhece o padrao dos dados que detém nem nenhuma informagao pertinente.

3.4 Métodos Nao-Hierarquicos

Nos métodos nao-hierarquicos ¢ necessario escolher o niumero de clusters no inicio,
mantendo assim esse nimero fixo, originando parti¢des através dessa informagao. Neste
método agrupa-se os n elementos em k clusters inicialmente e a cada iteracao ¢ feita uma
melhoria e mudanca dos elementos entre clusters. O processo ¢ finalizado quando cada
elemento estiver no cluster mais apropriado em relagdo a técnica usada. Deve-se optar
pelo valor k que melhor represente uma divisao de clusters e onde se consiga fazer uma
melhor anélise ou representacao grafica [2]. Dos métodos nao-hierarquicos, os que se vao

abordar serdo o método k-medoid e o método k-means.

3.4.1 k-medoid

No método k-medoid comeca-se por se escolher k elementos aleatorios para os k clusters
fixados inicialmente. Usa-se o valor desses elementos como um valor de referéncia,
denominado de medoéide. Esse meddide serd o elemento central do cluster. Tendo esse
medoide em cada cluster vai-se juntando cada elemento ao cluster, escolhendo o mais
proximo ao meddide. Ao longo desse processo iterativo, vai-se mudando um dos
medodides por um elemento que ndo seja meddide de modo a analisar e verificar se o

cluster melhora de qualidade e homogeneidade.
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Entrada: O numero de grupos, K, e a base de dados com N
elementos.

Saida: Um conjunto de K grupos.

1. Escolher, arbitrariamente, K elementos da base de
dados como os meddéides iniciais dos grupos;

2. Repetir:

3. atribua cada elemento remanescente ac grupo com o
medéide mais préximo:

4. aleatoriamente, selecione um elemento gue nioc
esteja como meddide, r;

5. calcule o custo total, §, de trocar o meddide O,
pelo elemento r;

6. se § < 0 entdo trogque O; por r para formar o novo

conjunto de k-meddides;
7. Até gue ndo haja mudanga de objetos de um grupo para
outro.

Figura 7: Algoritmo k-medoid

Neste método as caracteristicas que mais se destacam sdo: os resultados mantém-se
inalterados independentemente da ordem dos elementos na base de dados, os clusters
formados tém a propensao em criar grupos esféricos, o tempo de processamento ¢ elevado
para grandes bases de dados e o método ¢ robusto na presenca de ruidos uma vez que o

medodide € menos influenciado pelos ruidos do que a média.

Devido ao grande tempo de processamento para grandes bases de dados, desenvolveram-
se formas de otimizar esse tempo e o proprio método. Uma maneira de otimizar o método
k-medoid para grandes bases de dados ¢ obter uma amostra representativa dos dados em

estudo e escolher os medoides dessa amostra [8].

3.4.2 Método k-means

Um dos métodos ndo-hierarquicos mais usados ¢ o método k-means, que analisa a
proximidade entre clusters usando uma medida de similaridade entre os centros dos
clusters. O método k-means tem como critério de entrada, os N elementos e as suas

variaveis caracterizadoras e os k clusters escolhidos inicialmente que se quer agrupar.

Veja-se o algoritmo na figura 8:
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Entrada: O namero de grupos, K, e a base de dados com N

elementos.

Saida: Um conjunto de K grupos.

l. Escolher arbitrariamente K elementos da base de dados

como o0s centros iniciais dos grupos;

Repetir;
(re) Atribua cada elemento ac grupo ac qual o
elemento & mais similar, de acordo com o valor
médio dos elementos no grupo:;

e b

4, Atualizar as médias dos grupos, calculando o valor
médio dos elementos para cada grupo;

5. Até que ndo haja mudangas de elementos de um grupo
para outro.

Figura 8: Algoritmo k-means

Tendo a informacdo do numero de clusters, atribui-se k elementos aleatérios a cada
cluster de modo que inicialmente esses elementos sejam considerados os centroides de
cada cluster. Tendo k elementos como centroides, associa-se cada elemento ao cluster,
escolhendo aquele que ¢ mais similar ao centrdide. De seguida, vai se atualizando o
centroide ao longo das iteracdes e reagrupam-se os elementos de cada cluster que € mais
similar. Repete-se todo o processo até ndo haver mais mudangas. O método k-means tem
uma complexidade de tempo de ordem de O(nkl), do qual n é o nimero de elementos, k

¢ o numero de clusters e I o nimero de iteragdes do algoritmo [7].

Exemplo: considerando os elementos e variaveis da tabela I, assumindo que k=2, atribui-

se aleatoriamente os centroides aos 2 clusters sendo os primeiros k elementos.

Elemento | Coordenada X | Coordenada Y
A 4 3
B 2 7
C 4 7
D 2 3

Tabela I: Elementos e as suas varidaveis
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Inicialmente o centréide C1 do primeiro cluster € o elemento A com (4,3) e o centréide
C2 do segundo cluster ¢ o elemento B com (2,7). Calculando a distancia euclidiana de

cada elemento ao centroide obtém-se os resultados contidos na seguinte tabela.

Distancia Valor
dA,ChH | Ja-H2+3B3-3)2] 0
d(A, C2) \/(4 —2)2+ (3—7)?2 4,47
d(B, C1) \/(2 —4)2 + (7 —3)? 4,47
dB,C2) | Je-22+@7-71%] O
dC.CH | Ja-n2+7-32] 4
dC,C2) | Ja—-22+7-72] 2
dD,Cl) | J2-4)2+(3-3)2| 2
dD,C2) | Je2-22+3-71%] 4

Tabela II: Distancias euclidianas entre os elementos iniciais

Nesta tabela I, verifica-se que o elemento C estd mais proximo do cluster 2 e o elemento
D estd mais proximo do cluster 1 originando assim dois novos clusters. O primeiro cluster
ficara com os elementos {A,D} e o segundo cluster ficard com os elementos {B,C}.

Calculando os centroides de cada cluster, temos:

Cluster X Y

(A,D) (4+2) -3 (3+3) _3
2 2

(B,C) (2+4) -3 (7+7) _7
2 2

Tabela I1I: Calculo dos centroides de cada cluster

Calculando a distancia euclidiana de cada elemento ao centroide de cada cluster de modo

a verificar a qual cluster ¢ mais similar esse elemento.
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Distancia Valor
dACH | Ja=-32+@B3-3)2]| |
d(A, C2) \/(4 —3)2 + (3—7)2 4,12
d(B, C1) \/(2 —3)2 + (7 — 3)2 4,12
dB,C2) | Je-32+@7-7n%| !
d(C, C1) \/(4 —3)2 + (7 — 3)2 4,12
d(C, C2) \/(4 —3)2 + (7 — 7)2 1
dD,CH | J2=-32+3B-3)2| |
d(D, C2) \/(2 —3)2 + (3—7)2 4,12

Tabela 1V: Distancias euclidianas dos elementos aos centroides de cada cluster

Na tabela IV observa-se que cada elemento estd corretamente associado ao cluster com o
centréide mais proximo. Como nao se verifica nenhuma mudanga dos elementos, da-se

por finalizado o processo do algoritmo k-means com os clusters {A,D} e {B,C}.

Neste método as caracteristicas que mais se destacam sdo: a existéncia de alguma
sensibilidade a ruidos caso exista um elemento com um valor extremamente alto, a
tendéncia a formar clusters esféricos, o nimero de clusters ¢ o mesmo durante todo o
processo e este método ndo € apropriado para descobrir clusters com formas ndo convexas

ou de tamanhos muito distintos.

Dos métodos ndo-hierarquicos e dos métodos hierarquicos apresentados, foi decidido
utilizar no trabalho o método nao-hierarquico e o algoritmo k-means, devido as seguintes
caracteristicas: menor complexidade computacional, facil implementacdo em grandes
bases de dados e por ter o conhecimento do algoritmo k-means, uma vez que que foi um

dos algoritmos abordado no mestrado.
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Capitulo 4: Interface grafica/ Programa de Analise Cluster

Depois de se fazer um estudo aprofundado das técnicas de data mining, escolheu-se a
técnica que melhor se adequava ao estudo e aos tipos de dados da empresa. Essa técnica
escolhida foi a andlise cluster e ai decidiu-se a aplica-la com um algoritmo do método
nao-hierdrquico que ¢ o k-means. Essa aplicacdo foi feita através da criagdo de uma
interface grafica (programa) de modo a que a empresa nao precisasse de conhecer os
detalhes da implementacao do algoritmo e onde pudesse obter resultados de facil leitura.
Esse programa foi criado em VBA Excel. Em seguida ira ser explicada como foi feita a

programacao e como esta estruturada o programa de analise cluster.

4.1 Estrutura do programa

O programa esté estruturado em seis folhas de Excel. Na primeira folha ¢ feita a leitura
dos dados que se quer estudar e inicia-se a andlise através do botdo que foi criado tendo
como nome “Andlise Cluster Atualizacdo” (Figura B 3). Apos a execugao, os resultados
irdo aparecer nas cinco folhas de resultados existentes. A programagao em VBA pode ser

consultada no Anexo B.

4.2 Folha de resultados 1

Na folha de resultados 1, sera apresentado quais os elementos obtidos para cada cluster.
Foi feita a programagao da folha de resultados 1 de modo a facilitar a sua apresentagdo
dos resultados, tendo-se gravado numa matriz o elemento pertencente a cada cluster como

se verifica no Anexo C.

4.3 Folha de resultados 2
Na folha de resultados 2 sdo apresentadas algumas estatisticas e a caracterizacao da

qualidade da analise cluster. As caracterizacdes de qualidade da andlise que estdo
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apresentadas sdo: a média de distancias dentro dos clusters e a distancia euclidiana entre
os centros de cada cluster. Também sdo apresentados os seguintes resultados: o nimero
de elementos presentes na analise, o nimero de variaveis caracterizadoras, o numero de
clusters escolhidos para o estudo, o numero de iteragdes que sao encontradas através do
numero de vezes que se utiliza a etapa de organizagdo dos elementos aos seus clusters e

o numero de elementos que contém cada cluster. (Anexo D)

4.4 Folha de resultados 3

Na folha de resultados 3 denominada por ANOVA estao representadas tabelas Anova
quer a nivel dos clusters quer a nivel das varidveis caracterizadoras. Nesta folha de
resultados estd também representada a média do valor de cada variavel caracterizadora
em cada cluster retratado pelos seus elementos e um grafico de barras a representar esses

valores.

4.4.1 Anova

Anova ¢ a analise de varidncia em portugués, ¢ conhecida como analysis of variance. A
Anova foi desenvolvida por Ronald Fisher e ¢ usada na andlise de varios estudos
comparativos € com associacdo. A significancia desse estudo ¢ definida através de uma
relacdo de dois desvios. A relagdo existente ¢ independente de certas transformagdes que
se possa fazer aos elementos do estudo. Para testar a significancia estatistica do estudo

terd que se fazer um teste F. [12], [13], [14], [15]

4.4.2 Teste F
O teste F ¢ um teste estatistico que detém como estatistica de teste uma distribui¢cdo
conhecida como F-Snedecor sob a hipotese nula. E normalmente utilizado para se fazer

comparagdes estatisticas entre modelos de conjuntos de dados e para se poder verificar
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qual o modelo que se enquadra melhor na populacdo do qual se retirou os dados. Este
teste desempenha um papel importante na Anova como ja foi referido para testar os

diferentes clusters como por exemplo. [25]

Na Anova a formula do teste F é:

valor da variagdo entre os grupos _ MS Between Group

valor da variagao dentro dos grupos MS Within group

4.4.3 Teste de hipoteses:
No teste F da analise a hipotese nula (Ho) ¢ as médias populacionais serem iguais. A
hipotese alternativa (H1) € as médias populacionais serem diferentes, ou seja, pelo menos

uma das médias ¢ diferente das demais. Essa analise de variancia compara as médias de

varios grupos ao mesmo tempo para verificar se elas possuem médias iguais ou nao.

4.4.4 Tabelas Anova

Tabelas exemplo de como foi programado e esta representado na folha de resultados:

Summary Contagem Soma Média Variancia
Cluster 1 ou
variavel 1
Cluster 2 ou
variavel 2

Tabela V: 1°tipo de Anova

Source of | SS DF MS F P-value F critic
Variation
Between
Groups
Within
Groups

Total
Tabela VI: 2°tipo de Anova

Estas duas tabelas anteriores representam exemplos da Anova que aparecerem na folha

de resultados. [12], [13], [14], [15]

26



As variaveis existentes nas tabelas sdo:

A contagem sendo um numero fixo, que consiste no numero K de clusters

escolhido ou o niimero das variaveis caracterizadoras inseridas na base de dados.

A soma que ¢ o somatodrio de todas as distancias dos elementos ou de cada cluster

ou de cada variavel caracterizadora.

Existindo K clusters, i=1..., K, cada um com nj elementos € n=nj+_. nk . Xjj com

j=1..njei=l...,K.

: -, XjXij «
A Média do cluster = Xi = =2 que sera a relagdo entre a soma e o nimero de
n
. ) » , = XijXij
variaveis do cluster i. A média total ¢ X =
n

—2
2:zj(xtj—xl')
n;—1

A Variancia do cluster: Si , que representa a razao da diferenca

da distancia de cada elemento para o valor médio ao quadrado e o nimero de

Zij(Xij - Y)z
n—-1

elementos menos um. Variancia total: S? =

SS= sum of square = soma dos quadrados. SStowi= SSg + SSw. SSg ¢ o SS
relacionado com between groups e SSw com within groups. SSp=Y; N;(Xi — X)? .
SSw=Y; X (Xij — Xi) 2 Sendo o somatorio das diferencas entre o valor de cada
elemento ¢ a média do valor de cada cluster ou varidvel caracterizadora ao
quadrado.

DF= degrees of freedom = graus de liberdade. Graus de liberdade ¢ o nimero de
valores no calculo final de uma estatistica que sao livres para variar. O DF varia

dependendo de certos valores e varidveis. O DF sobre o estudo dos clusters: DF
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between groups = (K-1) No qual K = nimero de clusters escolhido para o estudo.
DF within groups = (N1-1)+...+ (Ng-1) .

o MS = mean sum of square = Média da soma do quadrado. MSg= % E o MS
B

. SSw ¢ : .
relacionado com Between Groups e MSw= ﬁ E o MS relacionado com Within
w

Groups.

MSp

O Teste F: F= . Neste teste requer uma comparagao entre o valor do teste e um valor

Sw
que prova a significancia estatistica desse teste. Essa comparagdo pode ser feita através
do p-value do teste em comparagdo com um a sendo o nivel de significadncia normalmente
fixada em 0,05 ou 0,1. A comparagdo também pode ser feita com a comparagdo entre o

valor do F observado no teste e o F critic.

P-value: Este p-value ¢ a probabilidade de se obter um resultado igual ou maior do que o
observado no teste. Para a hipdtese Ho ser rejeitada, o p-value observado terd que ser
menor ou igual que a = 0,05 ou 0,1 em casos mais extremos. Na programagao utilizou-
se uma funcao da distribui¢ao F com constantes para esse calculo que ¢ o valor observado

em F e os dois tipos de graus de liberdade quer do between groups quer do within groups.

F Critic: O F critic é outra forma de testar a significancia estatistica do teste. Quando o
valor observado do célculo de F for maior que o F critic entdo ai rejeita-se a hipotese Ho.
Na programacao feita calcula-se o F critic sendo a fung¢do inversa da distribuicdo F com
constantes de & = 0,05 e os graus de liberdade respetivos. Toda a programagao feita para

o calculo dessas variaveis encontra-se no Anexo E.
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4.5 Folha de resultados 4

A folha de resultados 4 contém na primeira linha as variaveis que irdo ser representadas
em cada coluna. A primeira coluna tem os elementos a serem estudados e na segunda
coluna o “id” de cada elemento utilizado na programacgdo. Na terceira coluna sera
indicado o nimero do cluster que cada elemento pertence. Nas restantes colunas
aparecerdo o cluster escolhido no estudo e a distancia de cada elemento ao centro desse
cluster, onde foi programado para que a distdncia menor de cada elemento esteja
sombreada a amarelo. Aparecera o nome de cada variavel caracterizadora usada na analise

e o valor usado respetivamente. (Anexo F)

4.6 Folha de resultados 5

Na folha de resultados 5 estao representadas as variaveis caracterizadoras em duas tabelas
distintas. Numa tabela estdo os elementos com maior valor em cada varidvel
caracterizadora e o seu valor respetivo e noutra tabela esta os elementos com menor valor
de cada varidvel caracterizadora. Para representar melhor essa divisdo os que t€ém maior

valor estardo sombreados a verde e os que tém menor valor estardo a vermelho. (Anexo

G)
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Capitulo 5: Caso de Estudo

Criado o programa de analise cluster decidiu-se aplica-lo num caso de estudo concreto
para se obter respostas e informagdes. Para se conseguir retirar informagdes relevantes
sobre o caso de estudo e utilizar-se esse programa criado de forma eficiente, tinha-se que
passar por todo o processo de ECBD ja desenvolvido e explicado. O caso de estudo
passou por retirar informagdes sobre os clientes da empresa que nos anos de 2013 a 2015

inclusive mais contribuiram ou ndo para a evolucao da empresa.

5.1 Selecao dos dados

No inicio deste caso de estudo comegou-se por escolher as variaveis caracterizadoras dos
clientes que poderiam ser relevantes para o estudo. Essas variaveis e os seus valores foram
retiradas da plataforma Quigenio através da ldgica e conhecimento do funcionamento da
empresa. Essas varidveis caracterizadoras retiradas sao: valor de faturacdo, horas soma
da empresa usadas para a faturacdo, incidentes totais, horas ndo faturadas, valor em

projetos, nimero de projetos, horas em projetos e a média de avaliagdo dos projetos.

5.2 Processamento dos dados

Nesta fase comecou-se por melhorar a qualidade dos dados que se tinha retirado em bruto.
Depois de se ter uma base de dados, decidiu-se eliminar os dados duplicados, eliminar os
clientes que ndo tinham nenhum valor nessas caracteristicas mostrando que nada

contribuiram para empresa nos ultimos anos.

5.3 Transformacao dos dados
Nesta fase de transformacdo de dados, tentou-se reduzir o numero de variaveis
caracterizadoras e melhorar a velocidade de processamento do programa. As variaveis

que se retiraram do estudo foram: niimero de projetos, horas em projetos € a média de
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avaliacdo dos projetos. Dos dados selecionados, depois processados e transformados
ficaram-se com 137 clientes em estudo e com 5 variaveis caracterizadoras. As variaveis
caracterizadoras dos clientes relativamente aos anos de 2013 a 2015 utilizadas sdo: o valor
de faturacdo da empresa em relagdo ao cliente, as horas utilizadas com o cliente, os
incidentes totais existentes com o cliente, as horas ndo faturadas com o cliente e o valor
ganho em projetos da empresa pelo cliente. Ficando com cinco variaveis caracterizadoras,
fez-se um teste de correlacdo das variaveis para verificar e manter-se as mais relevantes
€ quais as variaveis que tinham menos correlagdo entre elas. A Figura H1 demonstra esse

teste de correlagao feito.

Feito o estudo da correlacdo, foram retiradas as variaveis que tivessem correlagdes
superiores a 0,5. Como se verifica na Figura H 1, ¢ assinalado a amarelo os valores das
variaveis que sao superiores a 0,5. Das variaveis em estudo verifica-se que as horas soma
2013-2015, os incidentes totais e as horas nido faturadas sdo as mais correlacionadas com
restantes variaveis. No estudo ficou-se com as variaveis valor de faturagao 2013-2015
que seria uma variavel obrigatoria para o estudo, o valor em projetos 2013-2015 e com

137 clientes. Com a base de dados decidiu-se aplicar o programa e verificar os resultados.

5.4 Discussao dos resultados

Classificaram-se os clientes da empresa como “maus”, “razoaveis” e “bons”
relativamente ao investimento e ao peso que tém na faturacdo da Quidgest. Assim
escolheram-se inicialmente 3 clusters para agrupar os clientes. Apos a execugdo do
programa, pode-se ler os resultados na folha 1 (Figura H 7). Constata-se que no cluster 1

existem 104 clientes, no cluster 2 existem 28 clientes e no cluster 3 existem 5 clientes.
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Na folha de resultados2 (Figura H 8) verificam-se: que ocorreram doze iteracdes durante
a utilizacao do algoritmo k-means. Esse nimero de iteragdes representa o numero de
vezes que se precisou para agrupar e modificar os elementos pelos clusters. Outras
informagdes como a média de distancias dentro dos clusters mostram que o cluster 2 ¢ o
cluster que tem a menor média de distancia dentro dos clusters, o cluster 1 € o que tem
maior média e o cluster 3 € o intermédio. Dos resultados das distancias dentro dos clusters,
uma das interpretacdes que se pode retirar € que o cluster 2 € o cluster que tem maior
homogeneidade interna. Relativamente as distancias entre os clusters verifica-se que o
cluster 1 e o cluster 3 tétm o maior afastamento. Uma possivel interpretagdo ¢ que os

clusters 1 e 3 sdo os mais heterogéneos do estudo.

Na folha de resultados 3 consegue-se verificar as informagdes mais relevantes para este
estudo de caso. Consegue-se aqui dividir os clusters e caracteriza-los. O cluster 1
representa os clientes “maus” que foram os que menos investiram e contribuiram para a
evolugdo da empresa, o cluster 2 representa os clientes “razoaveis” e o cluster 3 representa
os clientes “bons” que representaram uma grande vantagem para a empresa como se

verifica na figura 9.

Média de cada Cluster

Custer3 |
Cluster? |
Clusterl [y

o 50000 100000 150000 200000 250000 300000 350000 400000 450000

m valor em projetos 2013-2015 mvalor faturacac 2013-2015

Figura 9: Gradfico da média de valores de cada cluster

Na Figura H 9 esta representado a folha de resultados 3. Nessa figura verifica-se que a
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média geral do valor do cluster 1 € mais pequena e a do cluster 3 a maior. Na variancia
de cada cluster verifica-se o oposto, onde o cluster 3 detém uma menor variancia e o
cluster 1 detém uma maior variancia. Esses resultados representam que o cluster 3 € mais
convexo e existe menor variabilidade entre os clientes do cluster 3 do que no cluster 1.
Foi feito o estudo do teste F que permite comparar as médias destes 3 diferentes clusters,
para verificar se eles possuem médias iguais ou nao, de modo a apurar se existe divisao
desses clusters. Para verificar a significancia dos clusters formados como referido o valor
de F observado tem que ser maior que o F critic ou se o valor p-value for menor que 0,05.
Verifica-se nesta folha que o F observado ¢ de 106,954 maior que o F critic que ¢ de 9,55
ou o p-value que ¢ de 0,00163 menor que 0,05 o valor fixado. Conclui-se que existe

significancia estatistica nesta analise cluster feita.

Na folha de resultados 4 estdo apresentados os clientes em estudo e a sua distancia
euclidiana a cada cluster. Existe certa especificidade nesse resultado que ¢ o sombreado
a amarelo da distancia menor de cada cliente, que representa o cluster que o cliente

pertence. (Figuras H 10, H 11, H 12 e H13)

Na folha de resultados 5 visualiza-se os clientes com maior € menor valor em cada
variavel. Na variavel faturagdo verifica-se que o cliente 43 ¢ o maior investidor com cerca
de 633 mil e o cliente 137 o menor investidor com 140. Na variavel valor em projetos o
cliente 108 investiu mais em projetos com pouco mais de 1,22 milhdes e por outro lado o

cliente 2 ndo investiu nada em projetos como se verifica na figura 10.

ICIiEntes com maior resultados nessas varidveis |

valor faturagao 2013-2015
valor em projetos 2013-2015

633156
1226668

Clientes com menor resultados nessas varidveis
valor faturagao 2013-2015 Cliente 137 140
valor em projetos 2013-2015 Cliente 2 1]

Figura 10: Folha de resultados 5
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Conclusao

Este TFM surgiu no decorrer de um estagio feito na Quidgest motivado pelo aumento da
informacao existente na base de dados da empresa denominada por Quigenio. Tendo a
necessidade de se extrair conhecimento da base de dados, usou-se um processo conhecido
por extracdo de conhecimento em base de dados que € constituido por diversas fases,
nomeadamente a fase designada por data mining. Um dos objetivos do estadgio passava
por classificar os clientes da Quidgest que nos anos 2013 a 2015 inclusive contribuiram
para a evolugdo da empresa. Assim escolheu-se uma técnica de data mining designada

por analise cluster.

Com o objetivo de automatizar a data mining, foi criada uma interface grafica usando a
linguagem de programagdo VBA/Excel. A programacgado feita exigiu um grande estudo e
percegdo de todas as nogdes envolvidas e aprendidas quer a nivel académico como a nivel
empresarial. Apds uma reflexdo acerca dos diversos métodos da andlise cluster, decidiu-
se implementar em VBA o método k-means usando a distancia euclidiana como medida

de similaridade.

Na aplicacdo do método ao caso de estudo consideraram-se 137 clientes com 2 variaveis
caracterizadoras. Decidiu-se agrupar os clientes usando 3 clusters. Conclui-se que o
cluster com 104 elementos representa os clientes com menor peso na evolucdo da
empresa. O cluster com 28 elementos representa os clientes com um impacto médio e o
cluster com 5 elementos representa os clientes que foram cruciais no desenvolvimento da
empresa. Com os resultados desta andlise, conseguiu-se garantir uma homogeneidade

interna e uma heterogeneidade externa, pois a distancia entre os elementos de cada cluster
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¢ menor que a distancia entre os clusters. Em suporte destas observagdes, realizou-se um

teste F e obteve-se um p-value de 0,00163.

O programa feito em VBA tem algumas limita¢des. Uma das limitagdes mais dificeis de
resolver consiste na natureza dos dados introduzidos. Estes devem ser tratados a priori

para nao produzir resultados inesperados na analise cluster.

Para o futuro, o programa construido em VBA poderd ser melhorado e adaptado na
empresa. Sendo a empresa Quidgest uma empresa que trabalha no desenvolvimento de
software, poderd integrar parte do cédigo desenvolvido neste TFM nos seus programas,
pois como foi referido ao longo do trabalho, a maioria das empresas tém grandes bases

de dados mas ndo dispdem de um método para a extragdo de conhecimento.

Neste trabalho conseguiu-se aplicar conhecimentos aprendidos no mestrado num
ambiente empresarial. Foi feita uma iniciagdo no mundo profissional, ganharam-se novas
valéncias e construi-se uma ferramenta de andlise cluster. Espero que tenha dado um
contributo positivo a empresa que podera permitir uma melhoria nos processos de analise

de dados e consequentemente na tomada de decisdo.
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Anexos

Anexo A: Programacao feita no Inicio do programa em VBA Excel

IPIivate Sub Workbook Cpen()
analise.Show

End Sub

Figura A 1: Programagdo do inicio do programa

Andlise Cluster

Bem-Vindo
[Este Projeto foi realizado de modo a facilitar ao utilizador a andlise de informagées relativas a diferentes variaveis
[Neste Programa podera fazer a sua Andlise Cluster de modo a agrupar as varidveis em estudo em grupos homogéneos

A 1° Folha serd usada para preenchimento dos dados. onde na 1? linha introduz-se o nome das varidveis, na 1* coluna o
Inome das varidveis dependentes que se quer agrupar e a frente os valores das respetivas variaveis

[Depois de preenchida essa base de dados. poderé ento proceder a analise chuster. pressionando o Botdo de Atualizacio que|
jird analisar as variaveis e os valores e agrupa-las tendo em conta os seus valores. dando respostas nas paginas seguintes de
Imodo a tirar melhores conclusdes sobre os dados que introduziu para andlise

[Deseja miciar a sna Analise?

Figura A 2: Mensagem inicial do programa

Anexo B: Folha principal de insercao dos dados:

Limpar a Pagina

Figura B 1. Botdo para limpar a pagina de inser¢do dos dados
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|sub limpar()
Dim op As Long

op = MsgBox("Tem a certeza de guerer apagar os dados?"™ & vbCrLf & "Ird perder os dados", vbOECancel)

If op = vbOE Then
Sheetl.Select
Cells.Clear
Sheet?.5elect
Cells.Cleaxr
Sheet3.5elect
Cells.Clear
Sheet4.5elect
Cells.Clear
Sheet5.5elect
Cells.Clear
Sheeté.S5elect
Cells.Clear
Sheetl.Select
Else

M=gBox "Dados mantidos™
End If

End Sub

Figura B 2: Programacdo do botdo de limpar a pagina

Andlise Cluster
Atualizagdo

Figura B 3: Botdo que realiza a andlise cluster

Cption Explicit

Sub algoritmo_kmeans ()

Dim k¥, n, i, j, 1, a2, d, g, h, aux? L= Integer

Dim t(), ¥v(), between, within, mediatotal, MSb, M5w, Fcrit, pvalue As Double

Dim b(), dist{), grupo(), tamanho(), dmin(), igual(), contar(), meddist(), entredist() As Double
Dim entrecent (), aux3, aux4, menor, sum(), average(), wvariance() As Double

Dim resultado(), cl(), wvariaveis(), aux, rez, res2, letral, letraZ A= String

Sheetl.Select

k = InputBox("guantos grupos de cluster?™)

"contagem de n® de clientes/variaveis= para cluster
n=2=0

Do While Cells(n + 2, 1) <> »n

n=n+1

Loop

"contagem do numero de waridwveis

1 =20

Do While Cells(l, 1 + 2} <> ""

1=1+1
Loop

ReDim t ({1 To n)

Figura B 4: Variaveis utilizadas na programagado
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'vetores com o nome de cada cliente & o titulo
aux = Cells(1l, 1)

For i =1Ton
t{i) = Cells(i + 1, 1)
Hext

'ou entao criar uma matriz com os valores das variaveis
BeDim v(1 To n, 1 To 1)

For i =1 To 1l
For j =1Ton
w(i, 1) = Cells(j + 1, 1 + 1)
HNext
Hext

'vetor dos centroides
BeDim c(l To k)

For i = 1 To k
c(i) = tii)
HNext

Figura B 5. Inicio da programagdo da andlise cluster

'vetor da media de cada grupo k
FeDim b(l To 1, 1 To k) 'linha € o numerc de variaveis e coluna € o namero de clusters

For d =1 To 1
For g =1 To k
For  =1Ton
If (g} = £{j) Then
bid, g) =ki(d, g} + v(j, d}
End If
Hext
Hext
Hext

EeDim igual(l To n)

h=20

For i =1 Ton
igual({i) = 0

Hext

auxz = 0

Do While h /' n <> 1

aux? = aux? + 1 'contagem do n® de iteragdes do algoritmo

Figura B 6. Inicio do algoritmo k-means
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'Distdncia Euclediana
Relim dist(l To n, 1 To k)
ReDim grupo(l To n)

'ter num vetor todas as distancias do ponto da wvariawvel até a media do centroide
'calculo das distdncias

For a=1To k

For i =1 Ton

dist{i, a) = 0
For j =1 To 1

dist({i, a) = dist(i, a) + (v(i, i) - bB(i, a)) =~ 2

Next Jj
di=st (i, a) = Sgr(di=sc(i, a))

Hext i

Hext a

'saber para cada n qual & o grupo de cada 2 onde & o cluster do gual tem distancia menor
ReDim dmin (1l To n)

For i =1 Ton
grupo(i) = 1
dmin (i)} = distcii, 1)
Fora=1To k-1
If dist({i, a + 1) < dmin(i)} Then
dmin{i} = dist{i, a + 1)
grupo(i) = a + 1
End If
Next a
Next 1

Figura B 7: Medida de similaridade do algoritmo k-means

'calcular o tamanho de cada grupo cluster
REeDim tamanho(l To k)

For i = 1 Te k
For j =1 Ton
If grupo(j) = i Then
tamanho (i) = tamanho (i) + 1
End If
Hext j
Hext 1

Figura B 8: Tamanho de cada cluster

'recalcular a média de cada grupo cluster para voltar a calcular as distancias entre as variaveis para cada grupo
FEeDim meddist (1l To k)

For a = 1 To k
For j =1 To 1
b(i, a) =0
For i = 1Ton
If grupo(i) = a Then
B(j, a) = bi{j, a) + vi{i, 3}
meddist (a) = meddist(a) + disc({i, a) 'wvariavel gue contabiliza a media das distancias dos membros de cada cluster
End If
Hext i
b(j, a) = bi(j, a) / tamanho(a)
Hext j
meddist{a) = meddistcia) / 1
Next a

Figura B 9: Cdlculo dos centroides de cada cluster
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'ver se mudou alguma coisa em relagdo a iteragdo anterior
h =20

For i =1 Ton

If grupo({i) = igual({i) Then
h=h+1
End If

Hext

If h <> n Then

For i =1 Tonmn
igual (i} = grupo (i)
Hext

End If

Loop

Figura B 10: Paragem do algoritmo k-means

Anexo C: Folha 2
Folha de Resultados 1 e a sua programagao

' TER ATENQiO A ESTE CALCULC EM BAIXO

'distdncia entre clusters
EeDim entredist(l To k, 1 To k)
EeDim entrecent (1l To k)

For j = 1 To k
For i = 1 To 1

entrecent (j}) = entrecent(j}) + b(i, J)
Next i
entrecent (j) = entrecent(j) / 1

Hext j

For i = 1 To k

For j = 1 To k

entredist (i, j) = entredisti(i, j) + (entrecent(i) - entrecenti(j}) =~ 2
S5gr (entredist (i, j))

entredist (i, J)
Hext
Hext

Figura C 1: Distancia entre os clusters

'variavel qgue grava o nome das variaveis
ReDim wvariaveis(l To 1)

For i = 1 To 1
variaveis (i) = Cell=(1l, i + 1)
Hext

'mostrar os resultados cobtidos do cluster na folha de resultados
ReDim resultado(l To n, 1 To k)
ReDim contar(l To k)

Figura C 2: Resultados a aparecer na folha de resultadosl
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'FCLHA RESULTADOS1
'meter a folha toda com o formato normal (apagar o gue tem anteriormente)
Sheet2.S5elect

'apagar tudo da pagina
Cells.Clear

'meter fundo em braco
Cells.5elect

With Selection.Interior
.Pattern = xl15o0lid
.PatternColorIndex = xlAutomatic
.ThemeColor = x1ThemeColorDarkl
.TintAndShade = 0
.PatternTintAndShade = 0

End With

Figura C 3. Estrutura da folha de resultados1

"introduzir o nome dos grupos & das wvariaveis

Cells(l, 2) = "BNALISE CLUSTER(E-MEANS)"
For 1 =1 Ton

For 3 = 1 ITo k

Cells(4, j) = "Cluster™ & 3

Hext J
Next i

'ter numa "matriz"™ n X k os nomes & o cluster de cada
For i = 1 Ton
For 3 = 1 To k
If j = grupo(i) Then
resultado (i, j) = t({i)
End If
HNext j
Hext i

'para aparecer no excel o resultado do algoritmo
For j = 1 To k

a=2=0
For 1 =1 TITon
If 7 = grupo(i) Then
Cells(5 + a, j) = t©(i)
a=a+1
End If
Hext i
Hext j

Figura C 4: Elementos de cada cluster
Anexo D: Folha 3
Folha de Resultados 2

'FOLHL RESULTRADOSZ
'"Folha n® 3 aparecer os resultados 2° parte
Sheet3.5elect

'apagar tudo da folha
Cells.Clear

'meter fundo em braco
Cells.5elect

With Selection.Interior
.Pattern = x1S5olid
.PatternColorIndex = xlAutomatic
.ThemeColor = x1ThemeColorDarkl
.TintindShade = 0
.PatternTintAndShade = 0

End With

Figura D 1: Estrutura da folha de resultados2
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'colocar na sheet3 alguns resultados

'n® de wvariaveis

Cells(l, 1) = "INPUT DATA"
Cells (2, 1) = "Variavel Dependente™

Cell=(l, 2) = "Nimero de Varidveis"

Cell=i2, 2) = n

Cells (5, 1) = "Numero de Clusters"™

cells (5, 2) = k

Cells(6, 1) = "#Iteracdes"”

Cell= (6, 2) = aux?

Cell=(g8, 1) = "Varidveis"

Cell=(3, 1) = "N° Waridveis Selecionadas"

Cells=i3, 2) =1

Cell= (13, 1) = "Clusters"

Cells (13, 2) = "N° de Observacfes"

Cell=(13, 3) = "Média de Distédncias dentro dos Clusters"

Figura D 2: Resultados a aparecer na folha de resultados2

Cell= (16 + k, 1) = "Distdncia entre os centros dos clusters"
For 1 = 1 To E

For =1 Ta k

Cells{le + k, j + 1) = "Cluster™ & j

Cells{le + £k + j, 1) = "Cluster™ & j

Cells{le + £k + 1, j + 1) = entredistc(i, Jj)

Hext
Hext

Figura D 3: Distdncia entre os centros dos clusters

'media das distdncias todas

'resultado da media de distancias de cada cluster
For i =1 To k

Cell=(13 + i, 1) = "Cluster™ &£ i 'introduzir nome de cluster na tabela da media das distancias de cada cluster
Cells (13 + i, 2) = tamanho(i) 'n de observagdes
Cell=(13 + i, 3) = meddist(i) '"media da distancia
Foar j =1 Ta 1
Cell= (10, j) = wvariaveis(j) 'colocar o nome das variaveis na tabela de resultados
Hext
Hext

Cells.Select

With Selection
.HorizontalAlignment = x1Center
.VerticalAlignment = x1Bottom
.WrapText = False
.Orientation = 0
.AddIndent = False
.IndentLevel = 0
.5hrinkToFit = False
.ReadingOrder = xlContext
.MergeCells = False

End With

Range ("A1™) . Select

Figura D 4: Média de distancias de cada cluster

Anexo E: Folha 4
Folha de resultados 3 (Anova)
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'Folha n®4 a aparecer
'Resultados da ANOVA E DOS VALORES DA MEDIA DE CADA GRUPC

Sheet4.Select
Cells.Clear
Cells.Delete

"meter fundo em braco
Cells.Select

With Selection.Interior
.Fattern = xl15o0lid
.PatternColorIndex = xlAutomatic
.ThemeColor = x1ThemeColorDarkl
.TintAndShade = 0
.PatternTintiAndShade = 0

End With

'introdugdo das respostas em relagdo as medias das variaveis de cada grupo
Cells (2, 2) = "Média de cada Cluster"”

For i =1 To k
Cell= (3, 1 + 2) = "Cluster" & i
For j =1To 1
Cellsa(3 + j, 2) = wvariavels(]j)
Cells(3 + j, i + 2) = b(j, i)
Hext
Hext

Figura E 1:Estrutura da folha de resultados3

" RNOVE IHFLEMENTAQiD
'Estudo de Grupos de Cluster

ReDim sum(l To k): ReDim average(l To k): ReDim wariance(l To k

Cells(5 + 1, 2) = " Bnova: Single Factor™
Cells(6 + 1, 2) = "Summary"”

Cell=s(6 + 1, 3) = "Contagem"

Cells(6 + 1, 4) = "Soma™

Cells(6 + 1, 5) = "Madia"

Cells (6 + 1, &) = "Varidncia"

'calculo da =oma e da média
For i = 1To k

Cells(i + & + 1, 2) = "Clustexr” & i
Cellsii+6 +1, 3) =1
For j =1To 1
sum(i) = sum(i) + b(3, i)
Hext
average (i) = sum(i) / 1
Cells(i + 6 + 1, 4) = sum(i)
Cells{i + 6 + 1, 5) = average (i
Hext

Figura E 2: Soma e média da Anova

'verificar variancia

Fori=1Tok
mediatotal = mediatotal + average(i) 'para calcular between
For i=1To1l

variance (i) = variance(i) + ((b(j, 1) - average(i)) " 2)

Next
variance (i) = variance(i) / (1 -1
Cellz{i + 6 + 1, 6) = variance(i
Next
mediatotal = mediatotal / k 'soma da mediz total para calculo do betwsen

Cells(8 + 1 + k, 2) = "BNOVA": Cells(9 + 1 + k, 2} = "Source of Variation": Cells(9 + 1 + k, 3} = "55": Cells(9 + 1 + k, 4) = "df"
Cells(S + 1 + k, 5) = "M5": Cells(9 + 1 + k, &) = "F": Cells(9 + 1 + k, 7) = "P-value": Cell=s{3 +1 + k, 8) = "F crit"
Cellz {10 + 1 + k, 2) = "Between Groups": Cells(ll + 1 + k, 2) = "within Groups": Cells(l2 +1 + k, 2) = "Total"

Figura E 3: Variaveis da Anova
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'Calcular between
Cell=s(10 + 1 + k, 4) =k - 1 'df

For i = 1 To k

between = between + 1 * ((average (i) - mediatotal) = 2)
Hext
Cells (10 + 1 + k, 3) = between '"535 between

MSb = between / (k - 1)
Cells(10 + 1 + k, 5) = M5Sb

Figura E 4: Between groups

'Calcular o Within
For i =1Ta k
For j=1Tol

within = within + ((b(j, i) - average(i)) ~ 2)
Next
Next
Cells (11 + 1 + k, 3) = within: Cells(1l1 + 1 + k, 4) =k * (L - 1): Cells(12 + 1 + k, 3) = between + within
Cells(12 + 1 + k, 4) = (k - 1) + (k * (1 - 1))
MSw = within / (k * (1 - 1)): Cells(1l + 1 + k, 5) = MSw: Cells(10 + 1 + k, 6) = MSb / MSw

pvalue = WorksheetFunction.FDist (MSb / MSw, k - 1, k # (1 - 1))
Ferit = WorksheetFunction.FInv(0.05, k - 1, k£ * (1 — 1))
Cells(10 + 1 + k, 7) = pvalue

Cells(10 + 1 + k, 8) = Fcrit

Figura E 5: Within groups

'Linhas
'Estudo das varidveis
Cells(14 + 1 + k, 2) = "Summary": Cells(14 + 1 + k, 3) = "Contagem": Cells(14 + 1 + k, 4) = "Scma": Cells(14 + 1 + k, 5) = "Média"

Cells(14 + 1 + k, 6) = "Varidncia”

ReDim sum(l To 1): ReDim average(l To 1)

For 1. = d. Tei'l
Cell=(14 + 1 + k + i, 2) = variaveis(i)

Cells(l4 + 1 + k+1i, 3) =k
For j=1To k

sum(i) = sum(i) + b(i, j)
Next
average (i) = sum(i) / k

Cells(14 + 1 + k + i, 4) = sum{i)
Cells(14 + 1 + k + i, 5) = average(i)
Next

Figura E 6. Estudos das variaveis

'wverificar variancia linhas
ReDim variance(l To 1)

mediatotal = 0

For i =1 Tc 1
mediatotal = mediatotal + average (i) 'para calcular between
Fopr gy =1 To E

variance (i} = wvariance (i) + ((b(i, j) - average(i)) =~ 2)
Next
variance (i) = wariance (i) / (k - 1)
Cell=s({l4 + 1 + k + i, &) = wvariance (i)
Hext

Figura E 7: Variancia 2° tabela Anova
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Cells(l6 + 2 * 1 + k, 2) = "3purce of Variation": Cells{16 + 2 * 1 + k, 3) = "35": Cells(l6 + 2 * 1 + k, 4) = "df"
Cells(l6 + 2 * 1 + k, 5) "MS": Cells(l6 + 2 * 1 + k, 6) = "F": Cells(l6 + 2 * 1 + k, 7) = "P-value": Cells({l6 +2 * 1 + k, 8) = "F crit"
Cells{17 + 2 *# 1 + k, 2) = "Between Groups": Cells(18 + 2 * 1 + k, 2) = "within Groups": Cells({19 + 2 * 1 + k, 2) = "Total"

Figura E 8: Variaveis da 2° tabela Anova

'Calcular between linhas

Cells(17 + 2 * 1 + k, 4) =1 - 1 'df
mediatotal = mediatotal / 1 'sSoma da media total para calculoc do between
between = 0
For i =1 To 1

between = between + k * ((average (i) - mediatotal) =~ 2)
Hext
Cells({17 + 2 * 1 + k, 3) = between '35 between

M5k = between /S (1 - 1)
Cells(17 + 2 * 1 + k, 5) = M5b

Figura E 9: Cdlculo Between da 2 tabela de Anova

'Calcular o Within Linhas
within = 0
For i =1To 1

For j =1 To k

within = within + ((b(i, j) - average(i)) ™ 2)

Hext
Hext
Cells(l8 + 2 * 1 + k, 3) = within: Cells(l€ + 2 * 1 + k, 4) =1 * (k- 1): Cells(l9 + 2 * 1 + k, 3) = between + within
Cells(l12 + 2 * 1 + k, 4) = (1 - 1) + (1 * (k- 1)

MSw = within / (1L * (k - 1)): Cells(18 + 2 = 1 + k, 5) = MSw: Cellz(17 + 2 * 1 + k, &) = MSb / MSw 'F

pvalue = WorksheetFunction.FDist (M5bk / M35w, 1 - 1, 1 * (k - 1)
Fcrit = WorksheetFunction.FInv(0.05, 1 - 1, 1 # (k - 1))

Cell=s (17 + 2 * 1 + k, 7) = pvalue

Cells(17 + 2 * 1 + k, 8) = Ferit

Figura E 10: Calculo Within da 2° tabela de Anova

Eells.Select

With Selection
.HorizontalRlignment = xlCenter
.VerticalZlignment = xlBottom
.WrapText = False
.Orientation = 0
.BddIndent = False
.IndentLevel = 0
.ShrinkToFit = False
.ReadingOrder = xlContext
.HMergeCells = False

End With

Figura E 11: Formatagdo da folha de resultados

'Grafico de Barras
'"tentativa de grafico

Range ("M7") .5elect
Range ("B3:I" & k + 3).8elect
LetiveSheet.Shapes.AhddChart? (216, xl1BarClustered) .Select

ActiveChart.S5etSourceData Source:=Range ("BHOVA!SBS3:5I%" & 1 + 3)

hetiveChart.ChartTitle.Text = "Média de cada Cluster"
Selection.Format.TextFrame?.TextRange.Characters.Text = "Média de cada Cluster"”

Figura E 12: Grdfico de barras
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Anexo F: Folha 5: Folha de resultados 4

"Folha n® 5

aparecer os resultados 42 parte

Sheet5.5elect

'meter a folha toda com o formato normal

Range ("F1000") .Select
Selection.Copy
Cells.Select

Selection.PasteSpecial Paste:=xlPasteFormats,

SkipBlanks:=False, Transpose:=False
Application.CutCopyMode = False
Range ("A1") .5elect

Cells.Select
Selection.ClearContents

(apagar o que tem anteriormente)

Cperation:=xlNone, _

Figura F 1. Formata¢do da folha de resultados4

‘meter fuw
Cells.Sel
With

ndo em braco
eck
Selection.Interior

.Pattern = rlSolid
.PatternColorIndex = xlAutomatic
. ThemeColor = x1lThemeColorDarkl
.TintAndShade = 0
.PatternTintindShade = 0

End With

'resultado da distancia de cada wvariavel aoc ponto médio
Cells (3, 1) = aux

Cells (3, 2) = "N° de ID"

Cell=s (3, 3} = "Cluster i"

For i = 1 Ta 1
Cells(3, 3 + k + i) = wariaveis (i)
For 3 =1 Ton
Cells(3 + 3, 3 + kK + i) = v(j, i)

Hext
Hext
For i =1 Ton
Cellsii + 3, 1) = t{i)
Cellsfi + 3, 2) = i
Cells(i + 3, 3) = grupo(i}
For j =1 Te k
Cells{3, j + 3) = "cluster™ & j
Cells(i + 3, j + 3) = dist(i, j)
Hext
Hext

Figura F 2: Resultado da distancia de
cada variavel ao centroide do cluster

Figura F 3. Aperfeicoamento da apresentacdo dos resultados

'meter a amarelo as distancias de onde este tem o seu cluster
For i = 1 To n
For 3 = 1 To k
If grupo(i) = j Then

Cells(i + 3, 3 + 3).S=lectc

With Selection.Interior

.Pattern = x1Solid
.PatternColorindex = xlAutomatic
.Color = 65535
-TintAndShade = O
.PatternTinchndShade = 0O
End With
End ITf
Hext
Hext
Cells.Select
With Selection

-HorizontalAlignment — x1Left
WerticalRlignment = xl1BotTtom
-WrapText = False
-Orientation = 0
-AddIndent = False
- IndentLewvel = 0
-ShrinkToFit =— False
-ReadingOrder = xlContext
.MergeCells = False

End With

Range ("A

1) .Selast

Figura F 4. Apresenta¢do das distancias de cada elemento a cada cluster
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Anexo G: Folha 6

Folha de resultados 5

Cells (1, 1) = "Clientes com maior resultados nessas variaveis"
'Folha de resultados 5 Cells (2, 2) = aux
Sheet6.5elect

Range ("F1000") .Select

- For 1 =17To 1
Selection.Copy

Cells.Select anxs = wil,. 1)

Selection.PasteSpecial Paste:=xlPasteFormats, Operation:=xlNone, _ Cells(i + 2, 1) = variaveis (i)
SkipBlanks:=False, Transpose:=False For = 1Ton

Application.CutCopyMode = False If v(j, i) > aux4 Then

Range ("A1") .Select aux4 = v(j, 1)

Cells.Select res = t(j)
Selection.ClearContents End If
Next
et L Cells{i + 2, 2) = res

With Selection.Interior
.Pattern = x150lid
.PatternColorIndex = xlAutomatic

Cells{i + 2; 2).5elect
With Selection.Font

.ThemeColor = x1ThemeColorDarkl -Color = -11483280
.TintAndShade = 0 .TintAndShade = 0
.PatternTintAndShade = 0 End With
End Fith Cells(i + 2, 3) = aux?
Next

Figura G 1: Estrutura da folha de resultados5

Figura G 2: Elementos com maiores resultados

'menor resultados nas variaveis
Cell=(l + 5, 1) = "Clientes com menor resultados nessas variaveis"

For i = 1 To 1
menor = wv{l, i)
Cells(l + 5 + i, 1) = wariaveis (i)
For = 1Ton
If v{j, i) < menor Then
menor = w({j, i)
res2 = t(j)
End If
Next
Cells{l + 5 + i, 2) = reaz
CE11s{l + 5 + iy 2).8&8lect
With Selection.Font

-Color = -16776961

snetnnatinge = Figura G 3: Elementos com menores resultados
End With
Cells{l + S + i, 3) = menor

Next

Range ("A1") .Select
M=gBox "Atualizado"™, vbInformation

End Sub

Anexo H

Anexos do caso de estudo

valor faturacao 2013-2015  Horas soma 2013-2015  incidentes totais ~ horas ndo faturados  valor em projetos 2013-2015

valor faturacao 2013-2015 1

Horas soma 2013-2015 0,454590221 1

incidentes totais 0384984803 0,504356455 1

horas ndo faturadas 0241246555 0,512564136 056118289 1

valor em projetos 2013-2015 0,653455378 0221311087  0,090244546 0,080412626 1

Figura H 1: Estudo de correlacdo das variaveis caracterizadoras
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Clusterz
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Figura H 7: Folha de resultados 1

INPUT DATA |

Varidvel Dependente 137
Numero de Clusters 3
Hiteragtes 12
Varidveis
N2 Varidveis Selecionadas 2
valor faturagao 2013-2015 valor em projetos 2013-2015

Clusters
Clusterl
Cluster2
Cluster3

Disténcia entre os centros dos clusters
Clusterl
Cluster2
Cluster3

Numero de Varidveis

N2 de Observagtes
104
28
5

ClusterL
o
60862,51515
400240,4575

Figura H 8: Folha de resultados 2

Média de cada Cluster

Clusterl Cluster2 Cluster3
valor faturacao 2013-2015  18826,2 110346 417085
valor em projetos 2013-2015 8847,23 39052,3 411070

Anova: Single Factor

Média de Distancias dentro dos Clusters

1AMALISE CLUSTER(K-MEANS)

2142466,889
1619430,268
1509194,743

Cluster2
60862,51515
o
339377,9423

Summary Contagem Soma Média Varidncia
Cluster1 2 276735 138367 5SE+07
Cluster2 2 149358 746992 2,5E+09
Cluster3 2 828154 414077 1,BE+07
ANOVA
source of Variation 55 df M5 F P-value Fcrit
Between Groups 1,9E+11 2 9,3E+10 106,954 0,00163 08,55209
within Groups 2,6E+09 3 8,7E+08
Total 1,9E+11 5
Summary Contagem Soma Média Varidncia
valor faturacao 2013-2015 3 545257 182086 44E+10
valor em projetos 2013-2015 3 458969 152950 SE+10
source of Variation 55 df M5 F P-value Fcrit
Between Groups 1,3E+09 1 1,3E+09 0,02711 087721 7,70865
within Groups 1,9E+11 4 4,7E+10
Total 1,9E+11 5

Dados resultados1 resultados2 ANOVA

resultados 4

resultados3

Figura H 9: Folha de resultados 3 (Anova)
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Cluster3
400240,4575
339377,9423

o

Cluster3
Clierte 11
Clierte d3
Clierte 82
Clierte 108
Clierte 131



| Cliente

Arde ID Clusteri clusterl

Cliente 1
Cliente 2
Clignte 3
Cliente 4
Cliente 5
Cliente &
Cliente 7
Cliente 2
Cliente 9
Cliente 10
Cliente 1
Clignte 12
Cliente 13
Cliente 14
Cliente 15
Cliente 16
Cliente 17
Clienbe 12
Cliente 13
Cliente 20
Clignte 21
Cliente 22
Cliente 23
Cliente 24
Cliente 25
Cliente 28
Cliente 27
Cliente 22
Cliente 23
Cliente 30
Cliente 31
Cliente 32
Cliente 33
Cliente 34
Cliente 25
Cliente 28
Cliente 37
Cliente 38
Cliente 33

Figura H 10: Folha de resultados 4 parte 1

Cliente

Clienke 40
Cliente 41
Cliente 42
Clienke 42
Cliente 44
Cliente 46
Clienke 4€
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Cliente 43
Clienke 49
Cliente 50
Cliente 51
Clienke 52
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Cliente 56
Clienke 57
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Cliente 53
Clienke 0
Clienke £1
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Cliente 63
Clienke £4
Cliente 65
Cliente 66
Clienke E7
Cliente 63
Cliente 69
Cliente 710
Cliente 71
Cliente 72
Cliente 73
Cliente 74
Cliente 79
Cliente 76
Cliente 77
Cligntg 75

Figura H 11: Folha de resultados 4 parte 2
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M delD Clusteri
40,00 200
41,00 100
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4300 200
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48,00 100
50,00 100
51,00 1,00
5200 100
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54,00 100
BEOD 200
5600 100
67,00 100
BE.00 100
53,00 200
E0,00 100
E100 2,00
E200 100
E300 200
E400 100
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EEO0 100
E7.00 200
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E3,00 200
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Teoo 00
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2.00

cluster!
103 104,07
013,60
10 027,51
E14 393,48
542537
17 241,26
4192722
16 435,588
12 131,27
940426
21713,37
4 937,83
2063862
7409837
14 22852
B4 336,24
14 383,87
37 METO0
14 372,08
112 33166
47 196,21
B9 475,42
16 414,56
T1643,39
1963268
57 538,04
IR
E2 195,25
18 463,89
120 004,33
12 446,24
9183,38
EELTA
2053032
18 833,61
10 332,96
12 725,06
433468
1453463

53

13448,12
17 502,87
36 590,49
14 E09,E7
5E 021,08
5E 112,50
147 792,08
a0e7.4
14 26150
1282715
34197030
150 982.22
B2 27228
40192,60
4424
129204
az22a74a
12902322
B2 EZE26
20 350,03
B 858,77
N174.56

5 E10,99
12 729,42
43 659,41
26 296,64
17 92247
124 7427
1zaz278
B2 42220
109102
20 EE045
9 6E154
53 027,16
BB B22ED
ET 24775
43 470,60
1017528
129 262 432

cluster?
4062768
97 920,56
105 986,29
B24 266,34
101244 52
13 263,58
2168932
N2 445,45
14 223,09
90 337,90
TE 2751
56 366,52
116 883,14
50 855,30
10 687,15
36 614,09
89176,73
B1T0R43
10 010,99
46 646,88
6E 130,45
B2 224,64
12 351,68
5150630
158281
52 213,02
BT 164,12
4921905
114 536,26
96520,02
114 BE7 46
34 715,45
903434
16 770,05
4 981,21
104 434,62
107 975,75
99174,85
023

cluster2
N6 730,71
13 548,38
B0 163,23
00 291,51
40 376,20
52 8714
BE 124,81
105 109,03
10 712,04
1039 366,87
276 733,24
FO92z,89
42 5E4.51
BB 282,03
1082117
106 150,20
10192441
109 449,34
63 300,93
16 531,58
ar aves
108 216,12
100 647,23
114 324,12
64 705,26
E1656,72
114 015,79
63 455,70
103 133,34
el el belryed
93 BEZEZ
40 EETI7
102 248,81
45 202,65
TE 469,97
41822,24
B2 626,54
104 145,32
43 269EG

cluster?
634 249,80
582 962,56
536 499,50
520 502,01
515 263,22
510 376,12
452 362,44
574 844,30
578 538,14
67373735
248 533,03
473 545,92
B20ET012
G456 722,86
B7Z 318,77
E77 3TESE
574 123,61
679 867,17
512 422,70
585 263,01
564 331,51
BYV 123,20
BT14E7,10
524 002 ES
17 414,22
537 52393
533 15,07
441537,24
574 130,13
B12 67169
BET 328,24
513 TEG 46
E74 32223
B27 216,07
517 412,69
523 896,23
543 538,30
575 861,81
442 72273

walor Faturagao 2013-2M5  walor e projetos 2013-2015

112000
372400
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¥ 200,00
¥1700,00
52 200,00
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B1387.00
13 800,00
142 724,00

200,00
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5290000

clusterd  walor faturagao 2013-2018 walor em projetos 2013-2018

BOE 279,52
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576 92155
464 29741
57145538
B2 74704
B20224,00
58212928
B2 47615
BEXERG A2
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BOE 420,82
43218107
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Ba02a22
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49260226
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B4 £2254
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531 36287
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BRRTHEY
BEOE3ET
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57000313
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121860,00
20550,00
10 620,00
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15 000,00
4 022,00
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3 000,00
27 002,00
35956,00
£0 26,00
120,00

BE 300,00
5100,00
T4 260,00
30175,00
55 952,00
7 600,00
02 300,00
E5 244,00
BB 265,00
5 000,00
E5 055,00
100,00
THES0,00
43 200,00
80.229,00
2 620,00
198 613,00
2 40,00
13 000,00
23992,00
200,00
2200,00
13 485,00
9 E20,00
17 2r4.00
3035800

0,00

0,00

3 000,00
0,00

5 000,00
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44 440,00
0,00

0,00
4200,00
22 200,20
16 280,00
0,00

65 320,00
5100,00
40 460,00
0,00
900,00
0,00

&5 000,00
4 746,00
E2 000,00
0,00
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0,00
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37 500,00
0,00
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0,00

0,00

15 000,00
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Irirde D Clusteri clustert
1,00 102 332,71
1,00 988732
2,00 T
300 JE2 502
1,00 10E20,73
1,00 1267891
1,00 2386173
1,00 147asd
2,00 184238
1,00 41008,23
1,00 9049394
1,00 17 870,00
1,00 1185,20
1,00 20 E38,68
1,00 111618
1,00 16 24645
1,00 134,02
1,00 3222794
1,00 1433822
1,00 19422,29
2,00 106 337,22
2,00 15 937,12
1,00 920172
1,00 17E3418
2,00 132 537,24
1,00 17EE4 48
2,00 192 463,92
1,00 B2 788,91
2,00 BB 137,72
300 1365 186,52
1,00 AT 4407
1,00 28 345,76
1,00 12230,37
1,00 IF 279,20
1,00 17 437,24
1,00 12 986,62

| Cliente

Cliente 73 73,00
Cliente 20 20,00
Cliente 21 aino

Cliente 82 a2,00
Cliente 82 23,00
Cliente 24 4,00
Cliente 85 85,00
Cliente 26 86,00
Cliente 87 a7,00
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Cliente 105 105,00
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Cliente 107 107,00
Cliente 102 108,00
Cliente 103 109,00
Cliente 110 10,00
Cliente 111 o0

Cliente 112 12,00
Cliente 112 12,00
Cliente 114 14,00
Cliente 115 115,00
Cliente 116 116,00
Clignte 117 17.00

Figura H 12: Folha de resultados 4 parte 3
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Figura H 13: Folha de resultados 4 parte 4
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